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Introducere 

Contemporaneitatea se confruntă tot mai mult cu o varietate de forme de 
crimă organizată, o atenție deosebită fiind acordată în ultimul timp fenomenului 
drogurilor, cu tot ce presupune acesta: producere, transport, distribuție, consum. 
Traficul de droguri este un pericol recunoscut pentru populație, în special pentru 
unele categorii de vârstă – adolescenți și tineri în general, ceea ce reprezintă o 
uriașă amenințare în ceea ce privește sănătatea publică, un fapt ce ține de 
siguranța națională. 

România a trecut relativ ușor de la statutul de țară de tranzit la acela de 
țară de consumatori de droguri. În prezent există o varietate de căi prin care 
drogurile pot pătrunde în țară (transport maritim, aerian, terestru). Dincolo de 
spălarea banilor pe care traficul acestora o presupune, se pune o presiune 
enormă și pe sistemul de sănătate, mare parte dintre consumatori ajungând să 
dezvolte diverse afecțiuni medicale. 

Pericolul crescând al consumului de droguri este din ce în ce mai mult 
menționat în diversele rapoarte globale ce încearcă să tragă un semnal de 
alarmă, să pună în gardă și să mobilizeze lupta împotriva acestui „flagel” teribil. 
Raportul European privind Drogurile din  anul 2023 al Observatorului European 
pentru Droguri și Toxicomanie (EMCDDA) evidențiază faptul că se capturează 
cantități record de droguri ilegale și că se observă o nevoie imediată de culegere 
de date toxicologice care să descifreze concret efectele substanțelor sintetice noi 
[1].    

Creșterea traficului de droguri este favorizată atât de utilizarea tehnologiei 
moderne de producere a acestora, cât și a unor metode inovative de 
contrabandă. Astfel, lupta pentru combaterea traficului de droguri presupune 
utilizarea unor metode moderne de depistare.  

Se impune necesitatea detecției nu numai a drogurilor cunoscute, ci și a 

oricărei noi substanțe cu o structură moleculară asemănătoare. Acest lucru este 

foarte util: odată ce o substanță este inclusă nominal în lista substanțelor ilicite 

din legea aferentă, pentru evitarea consecințelor legale, laboratoarele 

clandestine lansează rapid pe piața neagră compuși noi. Aceste substanțe noi nu 

se regăsesc pe lista celor interzise, dar, având o structură moleculară 

asemănătoare unui drog, cel mai adesea au și o activitate biologică 

(farmacologică și/sau toxicologică) asemănătoare în anumite concentrații.  

Rezumatul și structura lucrării științifice 

Teza de doctorat cu titlul „Metode matematice multivariate de depistare a 
drogurilor” este structurată în cinci capitole, însoțite de o introducere în tema 
studiată.  

Lucrarea debutează cu o introducere care prezintă noțiuni generale despre 
traficul de droguri și accentuează necesitatea utilizării unor metode moderne de 
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depistare a acestora, în contextul în care piața neagră a drogurilor este în 
continuă expansiune. 

Capitolul I cuprinde prezentarea generală ale substanțelor de abuz 
analizate din clasele 2C-x, DOx și NBOMe. În cadrul acestui capitol sunt 
evidențiate rezultatele diferitelor studii și raportări referitoare la substanțele 
vizate, denumirile IUPAC și alte denumiri are acestora, împreună cu formulele și 
structurile moleculare corespunzătoare. 

Capitolul II descrie metoda spectrală ATR-FTIR de identificare și 
caracterizare a substanțelor vizate. În cadrul acestui capitol sunt prezentate 
conceptele generale care stau la baza metodei ATR-FTIR, spectrele ATR-FTIR 
ale compușilor analizați, precum și noțiuni generale legate de analiza vibrațională 
bazată pe aceste spectre. 

Capitolul III, intitulat „Metode și abordări matematice aplicabile analizei și 
identificării apartenenței de clasă a drogurilor vizate”, cuprinde prezentarea 
conceptelor matematice fundamentale care stau la baza descriptorilor moleculari, 
măsurătorilor statistice, metodelor de analiză exploratorie (PCA, ICA, 
Autoencoders), metodelor de învățare automată (SVM, RF, GB, XGBoost, KNN) 
și indicatorilor de performanță utilizați în cadrul tezei. 

Capitolul IV prezintă contribuțiile proprii privind analiza și recunoașterea 
identității de clasă a drogurilor reprezentative din clasele 2C-x, DOx și NBOMe 
bazată pe tehnici specifice și aplicarea unor metode matematice multivariate. În 
cadrul acestui capitol sunt prezentate rezultatele obținute pe baza spectrelor 
ATR-FTIR ale compușilor, respectiv pe baza descriptorilor moleculari și a 
parametrilor de toxicitate calculați pentru aceștia. 

Capitolul V cuprinde atât concluziile generale, care sintetizează activitatea 
de cercetare prezentată în cadrul tezei de doctorat evidențiind rezultatele 
originale obținute pe parcursul acesteia, cât și direcțiile viitoare de cercetare și 
dezvoltare. 

În final este redată lista articolelor științifice publicate, lista lucrărilor 
științifice prezentate în cadrul unor conferințe naționale și internaționale, 
participarea în cadrul proiectelor, precum și lista premiilor obținute. 

Motivația alegerii temei 

În zilele noastre, provocarea pe care o reprezintă consumul de droguri este 
de necontestat. Acesta pune probleme majore societății actuale și, din păcate, 
influența lor nefastă se răsfrânge în mare măsură asupra unor categorii de vârstă 
din ce în ce mai tinere. Concret, segmentul elevilor și studenților a devenit o țintă 
ușoară, dezvoltarea psiho-socială normală a acestora fiind grav amenințată. Este 
justificat astfel interesul sporit al prezentei cercetări pentru detectarea cât mai 
rapidă a acestor substanțe, în vederea anihilării efectelor devastatoare pe care 
consumul acestora le poate produce. 
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Identificarea și caracterizarea noilor droguri sintetice cu aparatura clasică 
de laborator necesită timp și costuri mari de analiză. Pe de altă parte, în cazul 
identificării unei substanțe potențial ilegale, este important ca decizia de a o 
confisca sau nu să fie luată cât mai rapid, de exemplu pentru a nu reține 
nejustificat deținătorul substanței în cauză. De aceea, este necesară dezvoltarea 
unor aplicații computerizate care să permită detecția rapidă, in-situ (la fața 
locului), deci efectuată cu instrumente portabile. Pentru ca aceste instrumente 
portabile să poată fi operate și de persoane care nu au o pregătire avansată în 
chimie analitică și toxicologie, precum polițiștii sau vameșii în general, se impune 
dezvoltarea unor aplicații computerizate care sa proceseze automat informația 
analitică și să indice ce decizie trebuie luată în privința confiscării. 

Aceste aplicații computerizate presupun implementarea unor tehnici 
specifice ce au la bază un substrat matematic consistent. Se deduce astfel rolul 
important al matematicii ca structură de bază pentru dezvoltarea modelelor 
automate de detecție a drogurilor. 

Prezenta teză de doctorat pleacă de la ideea posibilității identificării 
automate a drogurilor din clasele 2C-x, DOx și NBOMe, cu ajutorul unor metode 
matematice multivariate. Concret, s-a urmărit crearea unor modele care să poată 
fi utilizate pentru detecția rapidă a drogurilor vizate, conducând astfel la 
combaterea traficului de droguri. De asemenea, s-a urmărit caracterizarea și 
evaluarea tendinței de grupare a drogurilor din clasele 2C-x, DOx și NBOMe, în 
vederea dezvoltării unor modele cu ajutorul cărora să se poată prezice activitatea 
biologică a acestora.  

Obiectivele de cercetare urmărite 

În cadrul prezentei teze de doctorat principalele obiective de cercetare 
urmărite au fost: 

• realizarea unui studiu documentar privind stadiul actual al cercetărilor, 
concretizat în sistematizarea datelor existente în literatura de specialitate cu 
privire la drogurile reprezentative din clasele 2C-x, DOx și NBOMe; 

• descrierea metodei spectrale ATR-FTIR de caracterizare și identificare 
a drogurilor; 

• prezentarea metodelor și abordărilor matematice aplicabile analizei și 
identificării apartenenței de clasă a drogurilor; 

• analiza și recunoașterea identității de clasă a drogurilor bazată pe 
tehnici specifice și aplicarea unor metode matematice multivariate prin: 

 dezvoltarea unor sisteme de învățare automată pentru 
depistarea drogurilor din clasele vizate pe baza spectrelor ATR-
FTIR ale acestora; 

 analiza vibrațională a unor droguri din clasele vizate pe baza 
spectrelor ATR-FTIR ale acestora; 

 caracterizarea și evaluarea tendinței de grupare a drogurilor 
reprezentative din clasele 2C-x, DOx și NBOMe cu ajutorul 
descriptorilor moleculari și a parametrilor de toxicitate. 
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1.         Capitolul I. Prezentarea compușilor 2C-x, DOx și 

NBOMe analizați 

 

1.1. Noțiuni introductive 

Piața drogurilor a cunoscut în ultimii ani o expansiune semnificativă la nivel 
mondial. De-a lungul anilor, tot mai multe substanțe au fost plasate în anumite 
grupe de risc, consumul acestora fiind interzis [2]. Cu toate acestea, în ultimii ani, 
numărul drogurilor prezente pe piața neagră a crescut într-un ritm alert. Pe 
măsură ce anumite droguri sunt interzise, laboratoarele clandestine produc 
structuri alternative ale acestora, pentru a evita consecințele legale [3].  

Feniletilaminele sunt compuși organici care stimulează sistemul nervos 
central al omului, fiind consumate la nivel global ca droguri recreaționale. Prin 
înlocuirea unuia sau a mai multor atomi de hidrogen din structura nucleului 
feniletilaminei, se obțin compuși noi, derivați. Aceștia formează clasa 
feniletilaminelor substituite.  

Compușii sintetici aparținând clasei feniletilaminelor substituite au 
cunoscut o răspândire rapidă pe piața drogurilor de abuz. Dintre aceștia, foarte 
periculoși pentru sănătatea umană sunt acei analogi care au efecte halucinogene 
(pe lângă activitatea farmacologică stimulantă), cum ar fi cei aparținând claselor 
de droguri 2C-x,  DOx și NBOMe. 

Compușii din clasa 2C-x (Dimetoxifeniletilamine substituite) constituie 
feniletilamine care conțin grupări metoxi pe pozițiile 2 și 5 ale inelului benzenic. 
Majoritatea compușilor din clasa 2C-x conțin diferiți substituenți lipofili pe poziția 
4 a inelului benzenic. Denumirea de „2C” a fost introdusă de Alexander Shulgin 
și se referă la cei doi atomi de carbon prezenți între gruparea amino și inelul 
benzenic [4,5]. Structura chimică generală a compușilor din clasa 2C-x este 
prezentată în Figura 1.1. 

O mare parte din compușii ce aparțin clasei 2C-x au fost sintetizați pentru 
prima dată de Alexander Shulgin în anii 1970–1980 [6]. În 1991, acesta publică 
împreună cu soția sa, Ann Shulgin, cartea PiHKAL (Phenethylamines I Have 
Known And Loved), în care sunt prezentate rezultatele cercetărilor sale. În carte 
sunt prezentate atât sinteza, cat si efectele secundare asociate consumului a 
diferiți compuși din clasa 2C-x [5]. După publicarea cărții, interesul față de 
compușii din clasa 2C-x a crescut [4]. Astfel, numeroase substanțe din clasa 2C-
x au devenit cunoscute ca droguri recreaționale la sfârșitul anilor 1990 și 
începutul anilor 2000 [6,7]. În momentul apariției acestora pe piața drogurilor 
recreaționale, unele dintre aceste substanțe erau deja încadrate în unele țări ca 
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droguri de risc și plasate într-una dintre clasele de risc cunoscute, în timp ce alte 
substanțe din clasa 2C-x au ajuns să fie clasificate mult mai târziu [6]. 

Diferite studii au indicat că aceste substanțe sunt periculoase și pot crea 
dependență, ducând la includerea treptată a substanțelor din clasa 2C-x în lista 
drogurilor de mare risc, în diferite momente, în majoritatea țărilor. De exemplu, în 
Statele Unite, numeroase substanțe 2C-x, ca de pildă 2C-E (2,5-dimetoxi-4-
etilfeniletilamină), au fost încadrate în lista celor mai periculoase droguri 
(Schedule I) în 2012, în timp ce altele, cum ar fi 2C-B (2,5-dimetoxi-4-
bromfeniletilamină), au fost introduse încă din anii 1990 [4,8,9]. Consiliul 
European a instituit măsuri de control și acuzații penale pentru consumul și 
distribuția drogului 2C-I (2,5-dimetoxi-4-iodofeniletilamină) în 2003, în timp ce în 
SUA acest lucru s-a întâmplat abia în 2012 [9,10]. Această clasificare se face pe 
baza utilizării lor medicale aprobate (sau nu), a efectelor secundare și a 
potențialului lor de a crea dependență [11]. 

Pe măsură ce compușii din familia 2C-x sunt plasați în categoria drogurilor 
de risc, furnizorii oferă alternative legale ale acestor substanțe [6]. Drogurile din 
familia 2C-x pot fi administrate sub diverse forme, precum pe cale orală, pe cale 
bucală/ sublinguală sau pe cale nazală și pot fi întâlnite sub formă de pudră, sub 
formă lichidă, ca tablete, capsule sau chiar sub formă de hârtii de tip sugativă 
(blotter papers) [4,6,12,13].  

Întrucât utilizarea compușilor 2C-x în preparate farmaceutice legale este 
interzisă, efectele acestor substanțe asupra oamenilor nu au fost documentate 
științific sau analizate pe scară largă. Totuși, compușii 2C-x sunt cunoscuți pentru 
potențialul de a induce efecte halucinogene. Substanțele din clasa 2C-x pot 
acționa ca agonişti sau ca antagonişti ai receptorului serotoninei 5-HT2A și ai 
receptorilor alfa adrenergici [6]. 

Efectele compușilor variază în intensitate. În doze mici, substanțele 2C-x 
pot juca un rol important în creșterea intensității percepțiilor senzoriale.  În doze 
mari, efectele acestor droguri pot fi periculoase, declanșând halucinații, 
tahicardie, convulsii, hipertensiune arterială sau chiar moarte [4,6]. 

Figura 1.1 Structura chimică generală a unui compus din clasa 2C-x 
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Compușii DOx (Dimetoxiamfetamine substituite) sunt derivați ai 
amfetaminei care conțin grupări metoxi în pozițiile 2 și 5 ale inelului aromatic 
Majoritatea compușilor din clasa DOx conțin diferiți substituenți lipofili pe poziția 
4 a inelului aromatic. Amfetaminele sunt o clasă importanță de feniletilamine 
substituite. Structura chimică de bază a compușilor din clasa DOx este 
prezentată în Figura 1.2. 

Compușii din familia DOx sunt droguri psihedelice care au un efect de 
lungă durată. Acești compuși acționează ca agoniști parțiali, selectivi ai 
receptorilor 5-HT2A, 5-HT2B, 5-HT2C [6]. Primul care a sintetizat acești compuși 
este Alexander Shulgin. Sinteza și efectele secundare asociate substanțelor din 
clasa DOx au fost de asemenea prezentate în cartea PiHKAL [5]. 

Alexander Shulgin a sintetizat pentru prima dată compusul DOM (2,5-
dimetoxi-4-metilamfetamină) în 1964. Au urmat apoi alți analogi precum DOB 
(2,5-dimetoxi-4-bromoamfetamină), DOC (2,5-dimetoxi-4-cloroamfetamină) sau 
DOI (2,5-dimetoxi-4-iodoamfetamină) [6]. Deși unii compuși DOx au fost întâlniți 
pe piața drogurilor ilegale de câteva decenii, aceștia au devenit extrem de 
populari în rândul consumatorilor abia în secolul XXI [6].  

Pe lângă efectele halucinogene produse, administrarea substanțelor din 
familia DOx poate avea efecte negative asupra sănătății. Consumate în doze 
mari acestea pot afecta sistemul cardiovascular [6,14]. Compușii DOx pot fi 
întâlniți sub formă lichidă, sub formă de pudră, în tablete, capsule sau sub formă 
de hârtie de tip sugativă și sunt cel mai adesea administrate pe cale orală [15–
17].  

Compușii din clasa NBOMe (N-(2-metoxibenzil)feniletilamine) sunt analogi 
ai compușilor familiei 2C-x, care conțin un substituent N-(2-metoxi)benzil. 
Structura chimică generală a compușilor din clasa NBOMe este reprezentată în 
Figura 1.3. 

Asemenea compușilor din familia 2C-x, compușii din clasa NBOMe s-au 
dovedit a fi agoniști ai receptorului serotoninei 5-HT2A, fiind astfel înzestrați cu 

Figura 1.2 Structura chimică generală a unui compus din clasa DOx 
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proprietăți haluciongene [18–20]. De asemenea, datorită interacțiunii cu 
receptorii alfa-adrenergici, compușii NBOMe pot produce efecte stimulente [18].   

Cercetările efectuate de Richard Glennon și colaboratorii, urmate de 
studiile realizate de Ralph Heim și Martin Hansel au dus la sintetizarea și 
caracterizarea compușilor din clasa NBOMe [21–24]. În 2010, compușii din clasa 
NBOMe apar pe piața drogurilor ilicite [25,26].   

Compușii NBOMe pot fi administrați pe diverse căi, precum pe cale 
sublinguală/bucală, pe cale intravenoasă, prin insuflații nazale sau prin fumat 
[25]. Aceștia pot fi întâlniți în probe sub mai multe forme ca, de exemplu, sub 
formă de pulbere, soluție lichidă, pastile sau hârtii sugative [25,27]. Dintre 
acestea, cel mai adesea, compușii NBOMe sunt întâlniți sub formă de hârtii de 
tip sugativă inscripționate cu diverse modele colorate, lucrări de artă, ilustrații ale 
unor personaje din desene animate sau postere de muzică sau film [25,28,29].  

Alegerea hârtiilor de tip sugativă pentru distribuirea drogurilor este întâlnită 
frecvent în cazul drogurilor pentru care doza obișnuită administrată este mică 
[30]. În cazul unei probe lichide sau sub formă de pudră, limitarea dozei 
administrate este mai dificil de realizat, iar consecințele administrării unei 
supradoze pot fi foarte grave [31]. Compușii din clasa NBOMe pot produce efecte 
precum halucinații vizuale și auditive, convulsii, agitație, panică, hipertensiune 
arterială, tahicardie, midriază (dilatarea pupilelor) ș.a.m.d [25,29,32].  

Conform unei analize asupra drogurilor deținute de participanții la un 
festival de muzică și cultură psihedelică din Portugalia, prezența mai multor 
compuși din clasele DOx și NBOMe a fost identificată în probe vândute ca LSD 
(dietilamida acidului lisergic) [33]. Consumul involuntar de droguri din categoriile 
DOx și NBOMe poate crește riscul intoxicației cu aceste substanțe, având efecte 
periculoase asupra organismului [33]. O analiză asupra hârtiilor comerciale de tip 
sugativă impregnate cu diferite substanțe din clasa NBOMe a scos în evidență 

Figura 1.3 Structura chimică generală a unui compus din clasa 
NBOMe 
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faptul că, în unele situații, concentrațiile substanțelor pot fi semnificativ mai mari 
decât cele menționate de furnizor, ceea ce poate duce la consecințe nefaste [30].  

2.        Capitolul II. Metoda spectrală ATR-FTIR utilizată pentru 

caracterizarea și identificarea compușilor analizați    

 

2.2. Spectroscopia în infraroșu 

2.2.1. Spectroscopia în infraroșu cu transformată Fourier (FTIR) 

Primele spectrometre în infraroșu au fost de tip dispersiv. Acestea 
utilizează elemente de dispersie, precum prismele sau rețele de difracție, pentru 
a separa semnalele individuale emise de sursă. Fiecare spectrometru în infraroșu 
de tip dispersiv este dotat cu un detector care măsoară cantitatea de energie la 
fiecare frecvență separat, rezultând în final spectrul probei analizate [34].  

În ultimii ani, un nou tip de spectrometre în infraroșu, numite spectrometre 
în infraroșu cu transformată Fourier, și-au câștigat popularitatea datorită 
avantajelor pe care utilizarea acestora le aduce. Spre deosebire de 
spectrometrele în infraroșu de tip dispersiv, aceste noi spectrometre analizează 
toate frecvențele infraroșii simultan, devenind astfel instrumente de analiză mai 
rapide și mai precise [34].  

Spectrometrele cu transformată Fourier au în componență trei elemente de 
bază: o sursă de radiație, un interferometru și un detector. Principala componentă 
a acestora este interferometrul, cel mai des întâlnit fiind interferometrul Michelson 
[34,35].  

Interferometrul Michelson este alcătuit din două oglinzi plane 
perpendiculare una pe cealaltă, una dintre acestea fiind fixă, iar cealaltă mobilă 
și dintr-un divizor de fascicule (instrument semitransparent). Divizorul de 
fascicule împarte radiația provenită de la sursă în două fascicule identice, astfel 
încât fiecare fascicul să aibă un traseu diferit. Unul dintre fascicule este transmis, 
în timp ce celălalt este reflectat. Astfel, unul dintre fascicule ajunge la oglinda 
mobilă, iar celălalt, la oglinda fixă. În momentul în care cele două fascicule sunt 
reflectate înapoi de către oglinzi, acestea sunt recombinate la divizorul de radiații, 
după ce între ele a fost introdusă o diferență de drum optic, cu ajutorul oglinzii 
mobile (vezi Figura 2.1). Semnalul este ulterior transmis către detector sub forma 
unei interferograme, care este apoi prelucrată printr-un procedeu matematic, 
denumit transformata Fourier, care asigură trecerea în domeniul frecvenței, 
rezultatul obținut fiind un spectru [34,35]. 
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Figura 2.1 Schema de funcționare a interferometrului Michelson ca 
parte componentă a unui spectrometru FTIR 

2.2.2. Tehnica de reflexie totală atenuată (ATR) 

Accesoriul ATR este un instrument care poate fi folosit în componența 
spectrometrelor FTIR. Acesta are rolul de a măsura modificările care apar într-un 
fascicul infraroșu reflectat intern atunci când acesta intră în contact cu o probă. 
Fasciculul este direcționat către un cristal optic dens, care are un indice de 
refracție ridicat, la un anumit unghi. Se creează astfel o undă evanescentă care 
se extinde dincolo de suprafața cristalului în proba menținută în contact cu 
acesta. Această undă evanescentă este atenuată în zonele din spectrul infraroșu 
în care energia este absorbită de probă. Fasciculul atenuat iese prin capătul opus 
al cristalului și este direcționat către detectorul din spectrometru. Principalul 
avantaj al utilizării accesoriului ATR constă în faptul că acesta permite analizarea 
probelor în starea lor naturală, fără a necesita o pregătire prealabilă complexă a 
acestora [36].  

2.4. Analiza vibrațională a compușilor bazată pe spectrele ATR-
FTIR ale acestora 

Spectroscopia vibrațională este o metodă de identificare și caracterizare 
nedistructivă cu ajutorul căreia se pot identifica legăturile chimice specifice ale 
atomilor, compușii chimici sau grupărilor funcționale prezente într-o anumită 
probă. Tehnica este bazată pe mișcările de vibrație ale moleculelor și permite 
analizarea atât a probelor lichide, cât și a probelor solide sau gazoase [37,38].  

Un tip important de spectroscopie vibrațională se referă la spectroscopia în 
infraroșu. În general, aproape orice substanță cu legături covalente absoarbe 
radiația electromagnetică din regiunea infraroșie a spectrului electromagnetic la 
frecvențe diferite. Prin absorbția radiației infraroșii de către molecule, energia 
vibrațională a lianților dintre atomi se schimbă. Astfel, este posibilă identificarea 
legăturilor chimice specifice ale atomilor, a compușilor chimici sau a grupărilor 
funcționale prezente în structura chimică a substanțelor analizate [37]. Există 
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două grupuri importante de vibrații: vibrațiile de întindere și vibrații de îndoire. 
Vibrațiile de întindere corespund unei schimbări continue a distanței interatomice 
de-a lungul axei legăturii dintre doi atomi. Vibrațiile de îndoire corespund unei 
schimbări a unghiului format între două legături atomice [39]. 

3.        Capitolul III. Metode și abordări matematice aplicabile 

analizei și identificării apartenenței de clasă a drogurilor 

vizate 

 

3.1. Descriptori moleculari și parametri de toxicitate 

Descriptorii moleculari sunt reprezentări matematice ale proprietăților unei 
molecule, fiind utilizați pe scară largă în ultimele decenii. Aceștia convertesc 
informațiile fizico-chimice și structurale ale moleculelor în format numeric, 
devenind astfel un instrument util în aplicarea diferitelor metode de analiză 
computațională [40–43]. Un rol important al acestei abordări matematice este de 
a caracteriza și oferi o identificare mai ușoară a compușilor moleculari înrudiți. În 
prezent există numeroase categorii de descriptori moleculari care pot fi utilizați în 
acest sens, precum descriptori de sarcină, descriptori bazați pe funcția de 
distribuție radială (RDF), descriptori geometrici ai gradului de delocalizare, 
descriptori (indici) topologici, descriptori axați pe identificarea grupărilor 
funcționale, descriptori moleculari cuantici și descriptori moleculari de toxicitate. 
Descriptorii moleculari de toxicitate sunt estimări ale caracterului toxicologic al 
moleculelor. Toxicitatea poate fi evaluată, de asemenea, și pe baza estimării unor 
parametri de toxicitate, precum doza letală 50, notată LD50, carcinogenitatea și 
imunotoxicitatea. În ultimii ani s-au dezvoltat diverse aplicații informatice cu 
ajutorul cărora descriptorii moleculari și parametrii de toxicitate pot fi rapid 
determinați. 

3.3. Metode de analiză exploratorie aplicabile pentru analiza și 
identificarea apartenenței de clasă a drogurilor 

3.3.1. Analiza Componentelor Principale (PCA) 

Analiza Componentelor Principale (eng. Principal Component Analysis, 
PCA) este o metodă matematică multivariată utilizată pentru a reduce 
dimensiunea unui set de date, prin transformarea variabilelor inițiale în noi 
variabile ortogonale, numite componente principale. Acestea reprezintă 
combinații liniare ale variabilelor inițiale și sunt determinate astfel încât să 
încapsuleze varianța maximă care poate fi păstrată din setul de date inițial [44]. 
Altfel spus, PCA vizează reducerea dimensiunilor unui set de date, păstrând în 
același timp cantitatea maximă de informații ale acestuia. De asemenea, PCA 
este utilizată cu succes și ca metodă de analiză exploratorie, fiind un instrument 
util pentru evidențierea tendinței de grupare a drogurilor analizate și pentru 
identificarea variabilelor care contribuie în cea mai mare măsură la modelarea 
claselor vizate [45,46]. 
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3.4. Metode de învățare automată aplicabile pentru analiza și 
identificarea apartenenței de clasă a drogurilor 

3.4.1. Support Vector Machine (SVM) 

Support Vector Machine  (SVM) este o metodă de învățare automată care 
poate fi utilizată cu succes în probleme de clasificare. Inițial, această metodă a 
fost concepută pentru tratarea problemelor de clasificare binară (care presupun 
existența a două clase distincte), însă, în prezent, aceasta poate fi extinsă și 
pentru tratarea problemelor în care sunt implicate mai mult de două clase. 
Aplicarea SVM este eficientă atât pentru analizarea unor probleme liniare simple, 
cât și a unor probleme neliniare complexe [44]. 

3.4.2. Random Forest (RF) 

Random Forest (RF) este o metodă de învățare automată aplicabilă în 
rezolvarea problemelor de clasificare. Pentru determinarea apartenenței unei 
probe la o anumită clasă, metoda folosește o colecție de arbori de decizie, fiecare 
dintre acești arbori oferind o predicție în acest sens. În final, proba este atribuită 
acelei clase care a fost prezisă de cei mai mulți arbori de decizie, fiecare arbore 
votând pentru o singură clasă. Alternativ, prezicerea apartenenței unei probe la o 
anumită clasă poate fi realizată făcând media predicțiilor probabilistice, calculate 
pe baza fiecărui arbore de decizie [47]. 

3.4.3. Gradient Boosting (GB) 

Gradient Boosting (GB) este o metodă de învățare automată care poate fi 
implementată cu succes pentru rezolvarea problemelor de clasificare. Metoda 
combină mai multe modele slabe, numite weak learners (arbori, în general), 
pentru a crea un model predictiv puternic, această tehnică fiind cunoscută sub 
denumirea de boosting. Această abordare presupune  antrenarea secvențială a 
modelelor, fiecare nou model încercând să corecteze erorile făcute de modelele 
anterioare [48,49]. 

3.4.4. eXtreme Gradient Boosting (XGBoost) 

Metoda eXtreme Gradient Boosting (XGBoost) este o metodă de învățare 
automată care se remarcă prin rezultatele bune obținute în rezolvarea 
problemelor de clasificare atât binare, cât și a problemelor de clasificare în care 
sunt implicate mai multe clase. Algoritmul asociat metodei XGBoost este bazat 
pe algoritmul asociat metodei GB și este cunoscut ca un algoritm puternic, 
optimizat și scalabil, preferat pentru dezvoltarea unor modele predictive, grație 
gradului mare de eficiență, acuratețe și adaptabilitate [50,51].  

3.4.5. K-Nearest Neighbor (KNN) 

K-Nearest Neighbor (KNN) este o metodă de învățare automată care 
rezolvă probleme de clasificare pe baza unui algoritm relativ simplu. Acesta 
atribuie eticheta de clasă a unui obiect de test pe baza clasei predominante din 
grupul celor 𝐾 obiecte (vecini) din setul de date de antrenament care se află cel 

mai aproape de obiectul de test [52].  
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3.4.6. Evaluarea performanțelor modelelor de clasificare asociate 
metodelor de învățare automată folosite 

Așa cum a fost prezentat și în subcapitolele anterioare, există diverse 
metode de învățare automată care pot fi aplicate pentru dezvoltarea unor modele 
de clasificare. Evaluarea calității modelelor obținute poate fi realizată folosind 
diferiți indicatori de performanță. Analiza acestora permite compararea 
performanțelor modelelor de clasificare obținute, ducând astfel la alegerea celui 
mai bun model în contextul problemei date.  

Unii dintre cei mai utilizați indicatori de performanță sunt matricea de 

confuzie, senzitivitatea, specificitatea, acuratețea, acuratețea echilibrată, 

coeficientul de corelație Matthews (MCC) și aria de sub curba ROC (eng. Area 

Under the Receiver Operating Characteristic Curve, ROC AUC). 

4.         Capitolul IV. Contribuții proprii privind analiza și 

recunoașterea identității de clasă a drogurilor din clasele 

2C-x, DOx și NBOMe bazată pe tehnici specifice și aplicarea 

unor metode matematice multivariate 

 

4.1. Analiza și recunoașterea identității de clasă a drogurilor din 
clasele 2C-x, DOx și NBOMe pe baza spectrelor ATR-FTIR ale 
acestora 

În contextul în care pe piața neagră numărul drogurilor noi, derivate ale 
drogurilor deja existente, este în continuă creștere, se impune necesitatea găsirii 
unor instrumente cu ajutorul cărora să se poată realiza atribuirea identității de 
clasă a acestora. Astfel, devine esențială dezvoltarea urgentă a unor instrumente 
care să detecteze eficient atât drogurile deja cunoscute, cât și noi droguri, ce 
adesea reprezintă derivate ale primelor substanțe menționate. O abordare utilă 
în acest sens este utilizarea spectrelor ATR-FTIR ale drogurilor vizate. În 
continuare sunt prezentate rezultatele obținute în ceea ce privește analiza și 
recunoașterea identității de clasă a drogurilor din clasele 2C-x, DOx și NBOMe 
pe baza spectrelor lor ATR-FTIR. 

4.1.1. Sistem de învățare automată de tip KNN pentru depistarea 
drogurilor ilicite pe baza spectrelor ATR-FTIR [53] 

Metodele de învățare automată au fost aplicate cu succes în ultimii ani 
pentru tratarea diferitelor probleme de clasificare din domenii variate. În cadrul 
acestui subcapitol sunt prezentate rezultatele obținute pe baza implementării 
algoritmului KNN, care a fost aplicat pentru a depista substanțe consumate în 
scop recreațional aparținând clasei NBOMe sau clasei opioidelor [53]. Opioidele 
reprezintă o clasă de droguri de abuz cu rol important în tratarea durerii, utilizate 
în scopuri medicale, dar și ilicite [54,55].  
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Pentru detectarea drogurilor din aceste clase, a fost dezvoltat un model de 
clasificare de tip KNN, folosind ca bază de date 68 de spectre ATR-FTIR 
selectate din biblioteca publică spectrală SWGDRUG [56]. Baza de date 
spectrală a fost împărțită în trei clase diferite: clasa 1– clasa NBOMe, clasa 2 – 
clasa opioidelor și clasa 3 – clasa negativelor. Prima clasă cuprinde spectrele a 
12 compuși NBOMe, a doua clasă include spectrele a 30 de opioide, iar clasa a 
treia este formată din spectrele a 26 de substanțe diferite, care nu aparțin 
celorlalte două clase modelate de substanțe.  

Modelul KNN a fost dezvoltat în programul informatic Python. În acest sens, 

baza de date a fost divizată aleatoriu în două părți, 70% din spectre formând setul 

de date antrenament și 30% formând setul de date de testare. Pentru o mai bună 

estimare a acurateței, sesiunea de instruire a fost repetată de 10 ori. A fost 

obținută o acuratețe medie de 79,99% pentru setul de antrenament si 70,17% 

pentru setul de testare, fiind astfel pus în evidență potențialul substanțial al 

modelului.  

Matricea de confuzie corespunzătoare acurateței având cea mai apropiată 

valoare de acuratețea medie este prezentată în Figura 4.1. Aceasta indică faptul 

că modelul KNN a clasificat corect toți compușii NBOMe (100%), în timp ce numai 

70% din opioide au fost clasificate corect. Restul opioidelor au fost clasificate 

greșit ca NBOMe (10%) sau negative (20%). 

 
Figura 4.1 Matricea de confuzie pentru modelul KNN construit pentru a 

detecta compușii  din clasa NBOMe și compușii din clasa opioidelor [53] 
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Algoritmul KNN analizat în acest studiu a furnizat rezultate promițătoare 
pentru clasificarea și detectarea drogurilor de tip NBOMe și a opioidelor pe baza 
datelor spectrale ATR-FTIR. Un rezultat notabil al acestei cercetări este 
capacitatea modelului de a identifica cu exactitate 100% din compușii NBOMe, 
care sunt notorii pentru potențialul ridicat al acestora de potență și abuz. 
Opioidele, pe de altă parte, au fost clasificate corect în 70% din cazuri. Restul 
clasificărilor greșite au avut loc în principal între opioide și clasa negativă, 
indicând necesitatea perfecționării în continuare a modelului pentru a îmbunătăți 
diferențierea dintre aceste clase.  

În ciuda limitărilor, acest studiu prezintă potențialul metodei KNN de a 
detecta și clasifica droguri din cele două clasele analizate.  Aceste rezultate 
constituie o bază care poate contribui în cele din urmă la dezvoltarea unor 
metode rapide, precise și noninvazive de detectare a drogurilor, cruciale pentru 

gestionarea problemei globale a abuzului de droguri. 

 

4.1.2. Sisteme de învățare automată pentru depistarea drogurilor 
ilicite pe baza spectrelor ATR-FTIR [46] 

Rezultatele obținute în cadrul subcapitolului anterior au determinat 
extinderea cercetării prin analizarea mai multor clase de droguri și diversificarea 
metodelor de învățare automată aplicate pentru detecția drogurilor aparținând 
respectivelor clase. 

În cadrul acestui subcapitol este prezentat un studiu comparativ care 
vizează determinarea celui mai eficient model multivariat care să poată fi utilizat 
pentru depistarea unor clase importante de droguri de abuz pe baza spectrelor 
ATR-FTIR ale acestora. Substanțele cuprinse în analiză au fost împărțite în patru 
clase: clasa feniletilaminelor halucinogene (alcătuită în principal din compuși din 
clasele 2C-x, DOx și NBOMe), clasa canabinoizilor, clasa opioidelor și clasa 
negativelor, care cuprinde diverse alte substanțe de interes criminalistic [46]. 
Canabinoizii reprezintă o clasă de droguri alcătuită atât din compuși naturali, cât 
și sintetici sau semisintetici care interactionează cu receptorii canabinoizi [57]. 
Odată cu extinderea accesibilității canabinoizilor, în special a celor sintetici, 
interesul public cu privire la acești compuși a crescut semnificativ [58].  

Astfel de droguri ilicite care apar constant pe piața neagră reprezintă o 
problemă reală a zilelor noastre. Din acest punct de vedere, este important să se 
dezvolte modele care să poată detecta automat apartenența la clasă a acestor 
noi compuși. 

Scopul prezentului studiului este dezvoltarea un sistem de învățare 
automată care să poată fi utilizat pentru depistarea fenietilaminelor halucinogene 
(în principal a compușilor 2C-x, DOx și NBOMe), a opioidelor și a canabinoizilor, 
pe baza spectrelor ATR-FTIR ale acestora. 

Spectrometrele ATR-FTIR sunt utilizate din ce în ce mai mult pentru 
screening-ul în teren al drogurilor ilicite, întrucât acestea sunt instrumente 
portabile și nu necesită pregătirea probelor [59]. Spectrele ATR-FTIR utilizate în 
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acest studiu au fost extrase din biblioteca publică spectrală SWGDRUG [56]. 
Baza de date spectrală cuprinde 95 de spectre corespunzătoare drogurilor ilicite 
vizate și negativelor (substanțe diferite de interes criminalistic, selectate 
aleatoriu). 

Baza de date spectrală a fost împărțită în patru clase: clasa 1 – clasa 
feniletilaminelor halucinogene (incluzând în principal spectrele unor compuși din 
clasele 2C-x, DOx și NBOMe), clasa 2 – clasa opioidelor, clasa 3 – clasa 
canabinoizilor și clasa 4 – clasa negativelor. Clasa feniletilaminelor halucinogene 
cuprinde 25 de spectre, clasa opioidelor este formată din 34 de spectre, clasa 
canabinoizilor conține 18 spectre, iar clasa negativelor este formată din 18 
spectre corespunzătoare unor compuși diferiți selectați aleatoriu. Modelele de 
învățare automată au fost realizate cu ajutorul programului informatic Python. 

Inițial, pentru analizarea tendinței de grupare a datelor, a fost aplicată 
metoda PCA considerând două componente principale. Figura 4.2 prezintă 
graficul scorurilor obținut pe baza celor două componente principale. Acesta 
arată faptul că feniletilaminele halucinogene formează cel mai compact grup. 
Punctele asociate opioidelor și canabinoizilor sunt mult mai răspândite decât cele 
corespunzătoare substanțelor ce aparțin clasei feniletilaminelor halucinogene. 
Multe dintre punctele asociate negativelor se suprapun peste grupurile formate 
din pozitive, în special peste grupul opioidelor. 

 În continuare, au fost dezvoltate cinci modele de învățare automată pentru 
detecția drogurilor vizate, și anume SVM, XGBoost, RF, GB și KNN [50,60–63]. 
Aceste modele au fost alese datorită eficienței, simplității și implementării lor 
rapide. 

Pentru dezvoltarea fiecărui model, setul de date a fost divizat aleatoriu în 
două părți: 60% din totalul spectrelor au fost folosite pentru etapa de antrenament 
și restul 40% au fost utilizate pentru testare. Fiecare model a fost apoi instruit pe 
setul de antrenament și evaluat pe setul de testare. Modelul, seturile de date de 
antrenare și testare au fost apoi șterse. Definim acest proces ca o sesiune de 
instruire. Deși setul inițial de date pentru fiecare sesiune a fost același, seturile 
de instruire și testare au fost diferite la fiecare iterație, deoarece intrările au fost 
selectate aleatoriu de fiecare dată. Cu alte cuvinte, modelele au fost instruite și 
evaluate de fiecare dată pe diferite selecții ale aceluiași set de date. Fiecare 
sesiune de antrenament a fost repetată de 10 ori. 

Pentru a determina și compara performanțele modelelor obținute, au fost 
determinate matricele de confuzie ale acestora, dar și o serie de indicatori de 
performanță, și anume acuratețea echilibrată, senzitivitatea, specificitatea, 
coeficientul de corelație Matthews și aria de sub curba ROC.  

Matricele de confuzie determinate pentru fiecare model sunt prezentate în 
Figura 4.3, Figura 4.4, Figura 4.5, Figura 4.6 și  Figura 4.7. Tabelul 4.1 prezintă 
valorile medii ale indicatorilor de performanță utilizați, obținute după cele 10 
runde, corespunzătoare celor cinci modele dezvoltate. 
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Figura 4.2 Graficul scorurilor asociat celor două componente principale 

corespunzătoare metodei PCA  ilustrând clasa feniletilaminelor 

halucinogene (roșu), clasa opioidelor (verde), clasa canabinoizilor 

(albastru) și clasa negativelor (negru) [46] 

Tabelul 4.1 indică faptul că modelele SVM și XGBoost au cea mai mare 
acuratețe echilibrată. Totodată, modelul SVM are cea mai mare specificitate, în 
timp ce XGBoost este cel mai senzitiv model. Modelele SVM și XGBoost au cel 
mai bun (și comparabil) coeficient de corelație Matthews, în timp ce coeficientul 
determinat pentru celelalte modele este semnificativ mai mic. Valoarea acestui 
coeficient este pozitivă pentru toate modelele, ceea ce indică corelații pozitive în 
toate cazurile. Modelele SVM și XGBoost au, de asemenea, cea mai mare scor 
ROC AUC, având aproape aceeași valoare pentru ambele modele. Cum și scorul 
ROC AUC fiind foarte mare (aproape de 1) putem concluziona că aceste două 
modele au o rată de predicție foarte bună. 

Dacă luăm în considerare faptul că modelele testate sunt modele bazate 
pe arbori (XGBoost, RF și GB), modele cu granițe de decizie (SVM) și modele 
non-parametrice (KNN), putem concluziona că modelele cu granițe de decizie au 
avut cele mai bune rezultate, urmate de modelele bazate pe arbori și modelele 
non-parametrice. 

Matricele de confuzie (Figura 4.3, Figura 4.4, Figura 4.5, Figura 4.6 și 
Figura 4.7) indică faptul că, exceptând modelul GB, toate modelele clasifică 
feniletilaminele halucinogene cu o precizie de 100%. Modelul GB nu este cu mult 
mai putin performant, acesta având o precizie de 80% în ceea ce privește 
clasificarea feniletilaminelor halucinogene. Principala diferență între modele în 
ceea ce privește clasa feniletilaminelor halucinogene este legată de rata fals 
pozitivelor, care este de 20% pentru modelul GB, 25% pentru modelul RF, 
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32,14% pentru modelul SVM, 33,33% pentru modelul XGBoost și 53,33% pentru 
modelul KNN.  

Tabelul 4.1 Valorile medii ale indicatorilor de performanță corespunzătoare 
modelelor de clasificare dezvoltate [46] 

Modelul 
Acuratețea 
echilibrată  

(%) 

Senzitivitatea 
(%) 

Specificitatea 
(%) 

Coeficientul 
de corelație 
Matthews 

ROC 
AUC 

Support 
Vector 

Machines 
(SVM) 

93,1 ± 5,54 89,41 ± 4,16 96,79 ± 3,66 0,89 ±0,04 0,92 

eXtreme 
Gradient 
Boosting 

(XGBoost) 

89,66 ± 8,42 94,66 ± 7,95 84,66 ± 6,74 0,86 ± 0,5 0,91 

Random 
Forest 
(RF) 

82,76 ± 8,14 71,86 ± 6,93 93,66 ± 7,62 0,69 ± 0,09 0,82 

Gradient 
Boosting 

(GB) 
75,86 ± 5,21 65,62 ± 5,27 86,10 ± 4,98 0,61 ± 0,05 0,76 

K-Nearest 
Neighbors 

(KNN) 
65,52 ± 9,23 61,25 ± 10,35 91,12 ± 8,33 0,56 ± 0,09 0,75 

 

Opioidele sunt clasificate corect 100% de modelul XGBoost. A doua cea 
mai bună rată de clasificare corectă (92,86%) este înregistrată pentru modelul 
SVM, 7,14% dintre opioide fiind clasificate greșit ca feniletilamine halucinogene. 
De remarcat însă faptul că rata fals pozitivelor este de 66,67% în cazul modelului 
XGBoost și de 0% în cazul modelului SVM. Celelalte modele au performanțe mai 
slabe în atribuirea corectă a identității de clasă a opioidelor. 

Canabinoizii sunt recunoscuți ca atare cu o precizie de 100% de modelele 
SVM și XGBoost, ambele având o rată a fals pozitivelor de 0%. Restul modelelor 
au performanțe semnificativ mai mici în acest sens. 

Luând în considerare atât acuratețea, cât și ratele de clasificare greșită, 
negativele par a fi cel mai greu de clasificat corect pentru toate modelele, cel mai 
probabil din cauza varietății mari de substanțe care formează această clasă. 

Disponibilitatea instrumentelor de screening capabile să detecteze 
substanțele ilicite dăunătoare oamenilor într-un mod rapid și fiabil este esențială 
pentru siguranța publică. Modelele prezentate în această teză pot funcționa în 
armonie cu metodologia recomandată în prezent pentru detectarea drogurilor 
proiectate. 
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Figura 4.3 Matricea de confuzie corespunzătoare modelului SVM 

      Figura 4.4 Matricea de confuzie corespunzătoare modelului XGBoost 
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Figura 4.5 Matricea de confuzie corespunzătoare modelului RF 

Figura 4.6 Matricea de confuzie corespunzătoare modelului GB  



26 

 

 

Din punctul de vedere al acurateței generale, cel mai performant model 
este SVM. Ca sisteme criminalistice de screening concepute pentru a opera 
instrumente analitice de teren (portabile) ATR-FTIR, modelele dezvoltate ar 
trebui să poată efectua teste rentabile, nedistructive, directe, în timp real, la fața 
locului. Cu toate acestea, obiectivul principal al acestor modele este de a 
restrânge numărul de probe supuse în continuare analizei aprofundate cu 
instrumente analitice staționare mai sofisticate în laborator. Numai probele 
testate la fața locului și cărora li s-a atribuit o identitate de clasă pozitivă 
(feniletilamine halucinogene, canabinoizi și opioide) vor fi analizate în laborator 
pentru a determina identitatea lor individuală (nu numai apartenența la clasă). 

Prin urmare, o caracteristică esențială a unui astfel de sistem de screening 
este eficiența sa în detectarea pozitivelor. În cazul de față, niciun compus de tipul 
feniletilamină halucinogenă, canabinoid sau opioid nu trebuie clasificat greșit ca 
fals negativ. Din acest motiv, XGBoost este cel puțin la fel de potrivit pentru acest 
scop decât SVM, deoarece XGBoost nu produce fals negative. În timp ce 7,14% 
dintre opioide sunt clasificate în mod eronat ca feniletilamine halucinogene de 
către SVM, niciun compus de tip feniletilamină halucinogenă, opioid sau 
canabinoid nu este clasificat greșit de către XGBoost. 

Este adevărat că XGBoost are o rată mai mare de clasificare eronată decât 
modelul SVM. XGBoost nu reușește să clasifice corect compușii din clasa 
negativelor, în timp ce SVM clasifică greșit doar 7,14% din opioide ca 
feniletilamine halucinogene și 25% din negative ca feniletilamine halucinogene. 
Cu toate acestea, rezultatele fals pozitive (feniletilamine halucinogene sau 
opioide false), deși nu sunt de dorit, sunt mai puțin importante. Așa cum am 

Figura 4.7 Matricea de confuzie corespunzătoare modelului KNN 
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menționat anterior, identitatea lor individuală (structura moleculară) va fi 
determinată în timpul testelor efectuate ulterior în laborator, pe baza unei serii de 
metode analitice care sunt recomandate pentru fiecare clasă de droguri de abuz 
de către agențiile internaționale specializate, cum ar fi Biroul Națiunilor Unite 
pentru Droguri și Criminalitate [64,65]. În concluzie, SVM funcționează cel mai 
bine dintre toate modelele testate, însă XGBoost este o alegere cel puțin la fel de 
bună din punct de vedere criminalistic. 

Acuratețea înaltă de clasificare a modelelor prezentate indică faptul că 
strategiile bazate pe inteligența artificială reprezintă o cale importantă de urmat 
în contextul automatizării procesării spectrelor ATR-FTIR în timpul operațiunilor 
de teren. Modelul care funcționează cel mai bine în cadrul strategiei de clasificare 
care ia în considerare doar precizia generală este SVM. Cu toate acestea, 
deoarece acestea sunt instrumente criminalistice, strategia de clasificare ar 
trebui să ia în considerare și rata fals negativelor. Din acest motiv, modelul 
XGBoost este o alegere cel puțin la fel de bună, iar acuratețea sa generală este 
comparabilă cu cea a SVM. 

4.1.3. Analiza vibrațională a unor feniletilamine halucinogene din 
clasele 2C-x și DOx [38] 

Spectroscopia vibrațională reprezintă o tehnică utilă, nedistructivă, care 

poate fi folosită pentru investigarea și identificarea compușilor chimici, 

determinând grupările funcționale ale acestora. În cadrul acestui subcapitol este 

prezentată analiza vibrațională a substanțelor 2-(4-iodo-2,5-

dimetoxifenil)etanamină (2C-I), 2-(4-bromo-2,5-dimetoxifenil)etanamină (2C-B), 

și 1-(4-bromo-2,5-dimetoxifenil)propan-2-amină (DOB), pe baza spectrelor ATR-

FTIR ale acestora [38]. Spectrele substanțelor analizate (în funcție de numărul 

de undă și absorbanță), obținute pe baza datelor spectrale furnizate de 

SWGDRUG, sunt prezentate în Figura 4.8, Figura 4.9 și Figura 4.10 [56]. 

Grupările funcționale și modurile de vibrație identificate corespunzătoare 

celor mai importante vârfuri prezente în spectrele compușilor 2C-x și DOx vizați 

sunt prezentate în Tabelul 4.2, Tabelul 4.3 și Tabelul 4.4 [66,67]. 

Figura 4.8 Spectrul ATR-FTIR (în funcție de numărul de undă și absorbanță) al 
compusului 2-(4-iodo-2,5-dimetoxifenil)etanamină (2C-I) [38] 
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Figura 4.9 Spectrul ATR-FTIR (în funcție de numărul de undă și absorbanță) al 
compusului 2-(4-bromo-2,5-dimetoxifenil)etanamină (2C-B) [38] 

Figura 4.10 Spectrul ATR-FTIR (în funcție de numărul de undă și absorbanță) al 
compusului 1-(4-bromo-2,5-dimetoxifenil)propan-2-amină (DOB) [38] 

Tabelul 4.2 Analiza vibrațională a compusului 2-(4-iodo-2,5-
dimetoxifenil)etanamină [38] 

2C-I  Grupare funcțională  Mod de vibrație 

3003 
C-H  

(în inelul aromatic) 
întindere 

2887 

C-H  
(alcan) 

întindere 

N-H  
(amină) 

întindere 

2835 
N-H  

(amină) 
întindere 

2754     

2042     

1603 
C-C  

(în inelul aromatic) 
întindere 
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Tabelul 4.3 Analiza vibrațională a compusului 2-(4-bromo-2,5-
dimetoxifenil)etanamină  [38] 

N-H  
(amină) 

îndoire 

1487 
C-C  

(în inelul aromatic) 
întindere 

1429 

C-C  
(în inelul aromatic) 

întindere 

C-H  
(alcan - grup metil) 

îndoire 

1383 
C-H  

(alcan - grup metil) 
îndoire 

1302     

1209 
C-O  

(alchil aril eter)  
întindere 

1117 
C-N  

(amină) 
întindere 

1024 
C-N  

(amină) 
întindere 

943     

850 C–H îndoire 

769 C–H îndoire 

706 C–H îndoire 

654 C-I  întindere 

428     

2C-B Grupare funcțională  Mod de vibrație 

3009 
C-H 

(în inelul aromatic) 
întindere 

2893 

C-H  
(alcan) 

întindere 

N-H  
(amină) 

întindere 

2841 
N-H  

(amină) 
întindere 

2031   

1603 
C-C 

(în inelul aromatic) 
întindere 
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N-H  
(amină) 

îndoire 

1498 
C-C 

(în inelul aromatic) 
întindere 

1487 
C-C 

(în inelul aromatic) 
întindere 

1435 

C-C 
(în inelul aromatic) 

întindere 

C-H 
(alcan - grup metil) 

îndoire 

1389 
C-H 

(alcan - grup metil) 
îndoire 

1308   

1209 
C-O 

(alchil aril eter)  
întindere 

1117 
C-N 

 (amină) 
întindere 

1047 
C-N  

(amină) 
întindere 

1024 
C-N  

(amină) 
întindere 

949   

850 C–H îndoire 

798 C–H îndoire 

775 C–H îndoire 

706 C–H îndoire 

660 C-Br întindere 

434   
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Tabelul 4.4 Analiza vibrațională a compusului 1-(4-bromo-2,5-
dimetoxifenil)propan-2-amină [38] 

DOB Grupare funcțională  Mod de vibrație 

3072 
C-H 

(în inelul aromatic) 
întindere 

2991 
C-H  

(alcan) 
întindere 

 
N-H  

(amină) 
întindere 

2875 

C-H  
(alcan) 

întindere 

N-H  
(amină) 

întindere 

2829 

C-H  
(alcan) 

întindere 

N-H  
(amină) 

întindere 

2800 
N-H  

(amină) 
întindere 

2737 
  

2569 
  

2499 
  

2031 
  

1608 
N-H  

(amină) 
îndoire 

1591 

N-H  
(amină) 

îndoire 

C-C 
(în inelul aromatic) 

întindere 

1493 
C-C 

(în inelul aromatic) 
întindere 

1464 

C-C 
(în inelul aromatic) 

întindere 
 

C-H 
(alcan - grup metil) 

îndoire 

1389 
C-H 

(alcan - grup metil) 
îndoire 

1354 
  

1308     
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1284     

1209 
C-O 

(alchil aril eter)  
întindere 

1198 
C-N 

 (amină) 
întindere 

1117 
C-N 

 (amină) 
întindere 

1030 
C-N 

 (amină) 
întindere 

966 
  

897 C–H îndoire 

856 C–H îndoire 

833 C–H îndoire 

793 C–H îndoire 

735 C–H îndoire 

706 C–H îndoire 

625 C-Br întindere 

492 
  

451 
  

434 
  

399   

 

Analiza vibrațională a spectrelor ATR-FTIR indică faptul că cele trei 

substanțe au cele mai importante vârfuri în aproximativ aceleași regiuni, și anume 

în regiunile spectrale 3010-2500 𝑐𝑚−1, 1600-700 𝑐𝑚−1 și 690-500 𝑐𝑚−1. Se 

remarcă astfel existența a trei domenii spectrale principale. Primul domeniu 

spectral corespunde intervalului 3010-2500 𝑐𝑚−1 și relevă prezența grupărilor N-

H și C-H, sugerând totodată și prezența inelului aromatic. Al doilea domeniu 

spectral, corespunzător intervalului 1600-700 𝑐𝑚−1, cuprinde cel mai mare număr 

de vârfuri ale spectrelor și arată prezența grupărilor C-H, N-H, C-C, C-O și C-N. 

A treia regiune spectrală este cuprinsă între 690 și 500 𝑐𝑚−1 și sugerează 

prezența grupărilor C-I și C-Br, specifice compușilor analizați. Analiza vibrațională 

a spectrelor pune în evidență similitudinile existente între compușii analizați, fiind 

o metodă eficientă, selectivă de caracterizare. 
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4.2. Analiza și recunoașterea identității de clasă a drogurilor din 
clasele 2C-x, DOx și NBOMe pe baza descriptorilor moleculari 
și a parametrilor de toxicitate 

Descriptorii moleculari transpun informațiile chimice și structurale ale 

substanțelor în limbaj matematic. Cu ajutorul acestora, proprietăților fizice și 

chimice ale substanțelor pot fi redate în format numeric. Un rol important al 

acestei transformări este de a caracteriza și a oferi o identificare mai ușoară a 

substanțelor înrudite [40–43]. În acest sens, au fost analizați diferiți descriptori 

moleculari calculați pentru unele dintre cele mai reprezentative feniletilamine 

substituite aparținând claselor 2C-x DOx și NBOMe.  

4.2.1. Utilizarea descriptorilor geometrici, topologici și a 
descriptorilor moleculari axați pe identificarea grupărilor 
funcționale pentru caracterizarea unor compuși din clasele 
2C-x și DOx [43] 

Descriptorii geometrici, descriptorii (indicii) topologici și descriptorii 

moleculari axați pe identificarea grupărilor funcționale sunt trei categorii 

importante de descriptori moleculari pot fi utilizați cu succes pentru caracterizarea 

drogurilor vizate [43]. O serie importantă de descriptori din aceste categorii au 

fost determinați pentru șase droguri reprezentative din clasele 2C-x și DOx. 

Denumirile compușilor analizați sunt prezentate în Tabelul 4.5. 

Tabelul 4.5 Lista compușilor 2C-x și DOx analizați [43] 

Denumirea compusului Clasa 

2,5-dimetoxi-4-etiltiofeniletilamină 
(2C-T-2) 

2C-x 

2,5-dimetoxi-4-propiltiofeniletilamină 
(2C-T-7) 

2C-x 

2,5-dimetoxi-4-bromfeniletilamină  
(2C-B) 

2C-x 

2,5-dimetoxi-4-etilamfetamină 
(DOET) 

DOx 

2,5-dimetoxi-4-bromoamfetamină 
(DOB) 

DOx 

2,5-dimetoxi-4-metilamfetamină 
(DOM) 

DOx 

 

Din categoria descriptorilor geometrici, au fost calculați pentru fiecare 

compus trei descriptori geometrici ai gradului de delocalizare: indicele modelului 

oscilator armonic al aromaticității (𝐻𝑂𝑀𝐴), indicele de aromaticitate (𝐴𝑅𝑂𝑀) și 

indicele HOMA total (𝐻𝑂𝑀𝑇). Din categoria descriptorilor topologici au fost 

determinați primul indice Zagreb (𝑍𝑀1), al doilea indice Zagreb (𝑍𝑀2), indicele 

pătratic (𝑄𝑖𝑛𝑑𝑒𝑥), indicele topologic simplu Narumi (𝑆𝑁𝑎𝑟) și indicele topologic 

geometric Narumi (𝐺𝑛𝑎𝑟). 
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Dintre descriptorii moleculari axați pe identificarea grupărilor funcționale au 

fost selectați pentru analiză următorii descriptori: numărul de atomi de carbon din 

cadrul compușilor aromatici (cu hibridizare 𝑠𝑝2) (𝑛𝐶𝑎𝑟), numărul de atomi de 

carbon nesubstituiți din cadrul compușilor aromatici (cu hibridizare 𝑠𝑝2) (𝑛𝐶𝑏𝐻), 

numărul de atomi de carbon substituiți din cadrul compușilor aromatici (cu 

hibridizare 𝑠𝑝2) (𝑛𝐶𝑏 −) și numărul de atomi acceptori în legăturile cu hidrogenul 

(𝑁, 𝑂, 𝐹) (𝑛𝐻𝐴𝑐𝑐). 

Descriptorii moleculari din cele trei categorii au fost calculați folosind 

programul informatic Dragon 5.5 [68]. Rezultatele (rotunjite la miimi) sunt 

prezentate în Tabelul 4.6, Tabelul 4.7 și Tabelul 4.8. 

Tabelul 4.6 Valorile indicilor topologici calculați pentru compușii 2C-x și DOx 

analizați 

 

Tabelul 4.7 Valorile descriptorilor geometrici calculați pentru compușii 2C-x și 

DOx analizați 

 

 

 

 

 

 

 

  Indici topologici 

 
𝑍𝑀1 𝑍𝑀2 𝑄𝑖𝑛𝑑𝑒𝑥 𝑆𝑁𝑎𝑟 𝐺𝑁𝑎𝑟 

2C-T-2 72 82 7 9,94 1,852 

2C-T-7 76 86 7 10,633 1,869 

2C-B 64 73 7 8,553 1,842 

DOET 74 84 8 9,652 1,828 

DOB 70 79 8 8,959 1,817 

DOM 70 79 8 8,959 1,817 

 
Descriptori geometrici 

 
𝐻𝑂𝑀𝐴 𝐴𝑅𝑂𝑀 𝐻𝑂𝑀𝑇 

2C-T-2 0,935 0,986 5,611 

2C-T-7 0,935 0,986 5,611 

2C-B 0,938 0,984 5,628 

DOET 0,94 0,987 5,643 

DOB 0,94 0,987 5,642 

DOM 0,94 0,987 5,643 
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Tabelul 4.8 Valorile descriptorilor moleculari axați pe identificarea grupărilor 

funcționale calculați pentru compușii 2C-x și DOx analizați  

 

Rezultatele obținute evidențiază asemănările și diferențele dintre compușii 

analizați. Dintre descriptorii moleculari cuprinși în analiză, cei mai relevanți pentru 

realizarea unei discriminări minuțioase între cele două clase vizate (2C-x și DOx) 

s-au dovedit a fi cei aparținând categoriei de descriptori geometrici, și anume 

𝐻𝑂𝑀𝐴, 𝐴𝑅𝑂𝑀 și 𝐻𝑂𝑀𝑇, dar și descriptorii topologici 𝑄𝑖𝑛𝑑𝑒𝑥 și 𝐺𝑁𝑎𝑟. Pe de altă 

parte, descriptorii moleculari axați pe identificarea grupărilor funcționale ar putea 

fi relevanți pentru discriminarea între compușii analizați și compușii ce aparțin 

altor clase de droguri. Astfel, descriptorii moleculari cuprinși în analiză pot fi 

considerați instrumente utile pentru identificarea apartenenței de clasă a 

drogurilor vizate. 

4.2.2. Aplicarea metodei PCA pe baza indicilor topologici pentru 
caracterizarea și evaluarea tendinței de grupare a unor 
compuși din clasa 2C-x [69] 

În  cadrul acestui subcapitol sunt prezentate rezultatele obținute în urma 

aplicării metodei PCA, având ca scop principal evaluarea tendinței de grupare a 

unor compuși din clasa 2C-x pe baza indicilor topologici [69]. Baza de date 

implicată în analiză a cuprins 6 compuși reprezentativi din clasa 2C-x (denumită 

clasa pozitivelor) și 10 compuși diferiți de interes criminalistic (denumiți generic 

clasa negativelor). Tabelul 4.9 prezintă lista completă a acestora. Pentru fiecare 

dintre acești compuși au fost calculați 79 de indici topologici, reprezentând 

numărul total actual de descriptori din această categorie care pot fi determinați 

folosind programul informatic alvaDesc, program folosit pentru calculul acestora 

[70]. Pentru aplicarea metodei PCA a fost utilizat programul informatic The 

Unscrambler X 10.4 [71]. 

 

 

  
Descriptorii moleculari axați pe identificarea 

grupărilor funcționale 

 𝑛𝐶𝑎𝑟 𝑛𝐶𝑏𝐻 𝑛𝐶𝑏 −       𝑛𝐻𝐴𝑐𝑐 

2C-T-2 6 2 4 3 

2C-T-7 6 2 4 3 

2C-B 6 2 4 3 

DOET 6 2 4 3 

DOB 6 2 4 3 

DOM 6 2 4 3 
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Tabelul 4.9 Lista compușilor de tip 2C-x și a celor aparținând clasei negativelor 

incluși în analiză [69] 

Denumirea compusului Tipul compusului 

2C-B 2C-x 

2C-E 2C-x 

2C-H 2C-x 

2C-I 2C-x 

2C-T-2 2C-x 

2C-T-7 2C-x 

Butilonă Negativ 

Catină Negativ 

Ciprofloxacină Negativ 

Januvia Negativ 

JWH 018 adamantil-carboxamidă Negativ 

JWH 019 Negativ 

JWH-200 Negativ 

JWH-250 Negativ 

LSD Negativ 

Nitroaspirină Negativ 

Figura 4.11 prezintă graficul scorurilor în format 2D obținut în urma PCA, 

raportat la primele două componente principale. Astfel, se poate observa că 

substanțele aparținând clasei 2C-x formează un cluster dens, în timp ce 

substanțele din clasa negativelor sunt împrăștiate pe toată suprafața graficului. 

De asemenea, au fost identificate două fals pozitive, și anume butilona și catina. 

Acestea au fost clasificate incorect probabil din cauza structurilor lor moleculare, 

care sunt relativ similare cu structurile substanțelor din clasa 2C-x.  

Figura 4.11 Graficul scorurilor în format 2D pune în evidență grupul format 

de substanțele din clasa 2C-x (albastru), prin comparație cu substanțele din 

clasa negativelor (roșu) [69] 
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Figura 4.12 prezintă graficul ponderilor, raportat la primele două 

componente principale, care evidențiază contribuția fiecărei variabile la formarea 

si discriminarea diverselor clustere formate. Analizând acest grafic se poate 

observa că variabilele de intrare cu puterea de discriminare cea mai mare sunt: 

indicele Wiener al tuturor drumurilor 𝑊𝑎𝑝, indicele topologic molecular Gutman 

𝐺𝑀𝑇𝐼, indicele topologic molecular Schultz 𝑆𝑀𝑇𝐼, indicele topologic molecular 

Gutman după gradele de valență ale vârfurilor 𝐺𝑀𝑇𝐼𝑉 și indicele topologic 

molecular Schultz după gradele de valență ale vârfurilor 𝑆𝑀𝑇𝐼𝑉.  

Figura 4.12 Graficul ponderilor ilustrează contribuția indicilor topologici la 

formarea grupului determinat de compușii din clasa 2C-x [69] 

Analiza efectuată indică faptul că indicii topologici pot fi utilizați pentru 

atribuirea identității de clasă a drogurilor din clasa 2C-x, putând fi folosiți ca date 

de intrare pentru dezvoltarea unor sisteme avansate utilizate pentru clasificarea 

și prezicerea activității biologice a acestora. 

 

4.2.3. Aplicarea metodei PCA pe baza indicilor topologici, a 
descriptorilor de sarcină și a descriptorilor RDF pentru 
caracterizarea și evaluarea tendinței de grupare a unor 
compuși din clasele 2C-x, DOx și NBOMe [45] 

Rezultatele prezentate în subcapitolul 4.2.2. au încurajat extinderea 

analizei prin adăugarea în baza de date a unor compuși din clasele DOx și 

NBOMe, dar și extinderea clasei negativelor. De asemenea, pentru aplicarea 

metodei PCA au fost incluși în analiză, pe lângă indicii topologici, alți descriptori, 

reprezentând descriptori de sarcină sau descriptori RDF [45]. Astfel, în cadrul 

analizei au fost calculați 304 descriptori moleculari, 79 dintre aceștia fiind indici 

topologici, 15 dintre aceștia fiind descriptori de sarcină, iar restul de 210 

descriptori fiind descriptori RDF, reprezentând numărul total actual de descriptori 

din aceste categorii care pot fi determinați folosind programul informatic 

alvaDesc, utilizat în analiză [70].  
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Pentru realizarea analizei au fost considerate trei clase. Prima clasă a fost 

formată din drogurile de tip 2C-x și DOx, care au fost tratate ca o singură clasă, 

grație similarităților existente între membrii acestora. Clasa a doua a cuprins 

drogurile NBOMe, iar cea de-a treia clasă a fost formată cu substanțe diferite de 

interes criminalistic și a fost denumită clasa negativelor. Mai exact, baza de date 

a constat în 10 compuși din clasele 2C-x sau DOx (clasa 1), 10 compuși din clasa 

NBOMe (clasa 2) și 14 compuși cu structuri moleculare diferite (clasa 3). Lista 

compușilor incluși în baza de date este prezentată în Tabelul 4.10. 

Scopul analizei a fost acela de a evalua în ce măsură descriptorii moleculari 

din cele trei grupuri (topologici, de sarcină și RDF) pot fi utilizați pentru o atribuire 

cu succes a identității de clasă a compușilor 2C-x, DOx și NBOMe și, prin urmare, 

pentru predicția activității psihedelice a unui drog necunoscut de acest tip.  

Evaluarea a fost realizată aplicând metoda PCA, care a avut ca scop:  

a) evaluarea formării în mod natural (nesupravegheat) a clusterelor 

asociate cu drogurile din clasele 2C-x / DOx și NBOMe; 

b) relevanța descriptorilor moleculari pentru modelarea acestor clase și 

diferențierea lor de cele negative (orice alt compus);  

c) identificarea descriptorilor care au cea mai mare importanță pentru 

modelarea sau discriminarea fiecăreia dintre grupele de substanțe 

analizate. 

Tabelul 4.10 Lista compușilor  de tip 2C-x/DOx, NBOMe și a celor aparținând 

clasei negativelor incluși în analiză (© 2022 IEEE) [45] 

Clasa compușilor 2C-
x/DOx 

Clasa compușilor 
NBOMe 

Clasa negativelor 

2C-B 25C-NBOMe Bufedronă 

2C-E 25D-NBOMe Butilonă 

2C-H 25E-NBOMe Ciprofloxacină 

2C-I 25H-NBOMe EGFR/ErbB-2 Inhibitor 

2C-T-2 25I-N3BOMe Januvia 

2C-T-7 25I-N4BOMe JWH-018 adamantil-
carboxamidă 

DOB 25I-NBOMe JWH-019 

DOC 25B-NBOMe JWH-200 

DOET 25C-NB3OMe JWH-250 

2,5-DMA (DOH) 25C-NB4OMe L_amoxicilină 

  LSD 

  Nitroaspirină 

  Penicilină_v 

  Xanax 

 

Pentru aplicarea metodei PCA a fost utilizat programul informatic The 

Unscrambler X 10.4 [71]. Pentru aceasta, blocurile de variabile au fost centrate 
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în jurul mediei, realizându-se apoi împărțirea prin deviația standard. Algoritmul 

asociat a presupus utilizarea metodei SVD pentru determinarea componentelor 

principale. 

Graficul varianței explicate, prezentat în Figura 4.13, indică faptul că 

primele două componente principale sunt responsabile pentru cea mai mare 

parte a varianței explicate a datelor.  PC1 și PC2 reprezintă 78%, respectiv 21% 

din varianța explicată. Prin urmare, cele 304 variabile inițiale pot fi reduse la doar 

două variabile (primele două componente principale). Reducerea numărului de 

variabile permite o interpretare mai ușoară a grupării datelor, fără a pierde o 

cantitate mare de informație. 

Figura 4.13 Graficul varianței explicate asociate setului de calibrare (albastru) și 

setului de validare (roșu) (© 2022 IEEE) [45] 

Graficul 2D al scorurilor, raportat la primele două componente principale, 

este prezentat în Figura 4.14. Acesta indică faptul că primele două clase 

modelate de droguri (clasa 2C-x / DOx și clasa NBOMe) formează grupuri bine 

definite. Compușii 2C-x și DOx formează cel mai dens grup, care poate fi 

identificat prin scoruri PC1 pozitive mari și scoruri PC2 negative aproape de zero. 

Au fost identificate două fals pozitive, și anume butilona și bufedrona, care au 

fost clasificate greșit, probabil din cauza faptului că structurile chimice ale 

acestora sunt relativ similare cu cele ale substanțelor 2C-x sau DOx. Compușii 

NBOMe formează un grup caracterizat prin scoruri PC1 relativ apropiate de zero 

și scoruri PC2 pozitive. Întrucât structurile moleculare ale acestora sunt foarte 

diferite, negativele formează un nor difuz, care este situat în cadranele II și III. 

Negativele pot fi ușor distinse de pozitive datorită scorurilor PC1. 
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Figura 4.14 Graficul scorurilor în format 2D pune în evidență grupurile formate 

de substanțele din clasele 2C-x/DOx (albastru) și NBOMe (roșu)  prin 

comparație cu substanțele din clasa negativelor (verde) (© 2022 IEEE) [45] 

Deși varianța încapsulată de cea de-a treia componentă principală este 

semnificativ mai mică decât cea corespunzătoare componentelor PC1 și PC2, 

Graficul scorurilor în format 3D poate fi util pentru o vizualizare mai bună, așa 

cum se poate vedea în Figura 4.15. 

Figura 4.15 Graficul scorurilor în format 3D prezintă clusterele formate de 

substanțele din clasele 2C-x/DOx (albastru) și NBOMe (roșu)  prin comparație 

cu substanțele din clasa negativelor (verde) (© 2022 IEEE) [45] 

Graficul ponderilor, prezentat în Figura 4.16, arată contribuția fiecărei 

variabile la modelarea și discriminarea fiecărui grup considerat. Pe baza analizei 

acestui grafic putem identifica variabilele de intrare cu cea mai mare putere de 

discriminare a clusterelor. Acestea sunt: indicele Wiener al tuturor drumurilor 

𝑊𝑎𝑝, indicele topologic molecular Gutman 𝐺𝑀𝑇𝐼, indicele topologic molecular 

Schultz 𝑆𝑀𝑇𝐼, indicele topologic molecular Gutman după gradele de valență ale 
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vârfurilor 𝐺𝑀𝑇𝐼𝑉 și indicele topologic molecular Schultz după gradele de valență 

ale vârfurilor 𝑆𝑀𝑇𝐼𝑉.  

Figura 4.16 Graficul ponderilor care ilustrează contribuția descriptorilor 

moleculari la formarea grupurilor alcătuite din compuși 2C-x / DOx, respectiv 

NBOMe (© 2022 IEEE) [45] 

Analiza efectuată pe baza indicilor topologici, a descriptorilor de sarcină și 

a descriptorilor RDF arată faptul că aceștia pot fi utilizați cu succes pentru 

atribuirea identității de clasă a drogurilor din clasele 2C-x / DOx și NBOMe. 

Primele două clase modelate de droguri (clasa 2C-x / DOx și clasa NBOMe) 

formează clustere bine definite. Cu toate acestea, rezultatele indică faptul că pot 

fi așteptate unele clasificări greșite, adică negative clasificate în mod eronat ca 

2C-x / DOx. Dar, din punct de vedere criminalistic, cel mai important aspect este 

că niciun pozitiv (compus de tipul 2C-x / DOx sau NBOMe) nu a fost clasificat 

greșit ca negativ. 

În concluzie, descriptorii moleculari selectați pot fi folosiți cu succes ca date 

de intrare în cadrul unor sisteme avansate utilizate pentru clasificarea drogurilor 

din clasele vizate, inclusiv a unor noi compuși, și pentru prezicerea activității 

biologice a acestora. 

4.2.4. Utilizarea descriptorilor moleculari cuantici și a hărților 
potențialului electrostatic molecular pentru caracterizarea  
unor compuși din clasele 2C-x și NBOMe [72] 

Descriptorii moleculari cuantici și hărțile potențialului electrostatic 

molecular (MEP) reprezintă instrumente utile pentru caracterizarea fizico-chimică 

a compușilor. Pentru caracterizarea unor compuși reprezentativi aparținând 

claselor de droguri 2C-x și NBOMe, au fost determinate hărțile potențialului 

electrostatic molecular, împreună cu zece descriptori moleculari cuantici: 

momentul de dipol (DM), energia minimă (𝐸𝑚𝑖𝑛), energia orbitalul molecular 

ocupat cu cel mai înalt nivel de energie (𝐸𝐻𝑂𝑀𝑂), energia orbitalului molecular 
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neocupat cu cel mai scăzut nivel de energie (𝐸𝐿𝑈𝑀𝑂), diferența energetică (𝐸𝑔𝑎𝑝), 

duritatea (rigiditatea) chimică (𝜂), flexibilitatea chimică (𝜎), electronegativitatea 

(χ), potențialul chimic (𝜇) și indicele de electrofilicitate (𝜔) [72].  

Lista compușilor cuprinși în analiză este formată din 2-(2,5-

dimetoxifenil)etanamină (2C-H), 2-(4-bromo-2,5-dimetoxifenil)etanamină (2C-B), 

2-(4-etil-2,5-dimetoxifenil)etanamină (2C-E), 2-(2,5-dimetoxifenil) -N -[(2-

metoxifenil)metil]etanamină (25H-NBOMe), 2-(4-brom-2,5-dimetoxifenil) -N -[(2-

metoxifenil)metil]etanamină (25B-NBOMe) și 2-(4-etil-2,5-dimetoxifenil) -N -[(2-

metoxifenil)metil]etanamină (25E-NBOMe). 

Folosind programul informatic HyperChem 8.0, au fost determinați o serie 
de descriptori moleculari cuantici, și anume momentul de dipol (DM), energia 
minimă (𝐸𝑚𝑖𝑛), energia orbitalul molecular ocupat cu cel mai înalt nivel de energie 

(𝐸𝐻𝑂𝑀𝑂) și energia orbitalului molecular neocupat cu cel mai scăzut nivel de 

energie (𝐸𝐿𝑈𝑀𝑂) [73]. Ceilalți descriptori moleculari cuantici au fost determinați pe 

baza formulelor prezentate în cadrul subcapitolului 3.1. Valorile descriptorilor 
moleculari cuantici (rotunjite la sutimi) corespunzătoare compușilor analizați sunt 
prezentate în Tabelul 4.11 și Tabelul 4.12.  

Tabelul 4.11 Valorile descriptorilor moleculari cuantici corespunzătoare 
compușilor 2C-x și NBOMe vizați [72] 

 

 
𝐸𝑚𝑖𝑛 

(kcal/mol) 
𝐸𝐻𝑂𝑀𝑂 

(eV) 
𝐸𝐿𝑈𝑀𝑂 

(eV) 
𝐸𝑔𝑎𝑝 

 

(eV) 
𝜂 

(eV) 
2C-H -2783,23 -8,86 0,29 9,15 4,57 
2C-B -2752,17 -9,00 -0,16 8,85 4,42 
2C-E -3346,64 -8,46 0,31 8,77 4,39 

25H-NBOMe -4634,84 -8,51 0,35 8,86 4,43 
25B-NBOMe -4601,15 -8,97 -0,07 8,90 4,45 
25E-NBOMe -5197,14 -8,41 0,34 8,75 4,38 

 

Tabelul 4.12 Valorile descriptorilor moleculari cuantici corespunzătoare 
compușilor 2C-x și NBOMe vizați [72] 

 𝜎 

(eV)
-1

 
𝜒 

(eV) 
𝜇 

(eV) 
𝜔 

(eV) 
DM 

(debye) 
2C-H 0,11 4,29 -4,29 2,01 2,17 
2C-B 0,11 4,58 -4,58 2,37 3,06 
2C-E 0,11 4,07 -4,07 1,89 1,46 

25H-NBOMe 0,11 4,08 -4,08 1,88 1,70 
25B-NBOMe 0,11 4,52 -4,52 2,30 3,26 
25E-NBOMe 0,11 4,03 -4,03 1,86 0,73 

 

Duritatea chimică variază între 4,38 și 4,57 eV, în timp ce flexibilitatea 
chimică are o valoare aproximativă de 0,11 (eV)-1 pentru toți compușii, indicând 
stabilitatea chimică bună a acestora. Această proprietate este evidențiată și de 
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valorile diferenței energetice, care variază de la 8,75 la 9,15 eV. Valorile indicelui 
de electrofilicitate sunt cuprinse între 1,86 și 2,37 eV, ceea ce indică faptul că toți 
compușii analizați sunt puternic electrofili [74]. 

În continuare, programul informatic HyperChem 8.0 a fost utilizat pentru 
generarea hărților potențialului electrostatic molecular (MEP) corespunzătoare 
substanțelor vizate. Harta MEP corespunzătoare compusului 2C-B este 
prezentată în Figura 4.17 [73]. Analizând hărțile MEP pot fi identificate posibile 
situsuri active pentru atacul electrofil, corespunzătoare regiunilor cu potențial 
electrostatic negativ. 

 

Figura 4.17 Harta potențialului electrostatic molecular corespunzătoare 
compusului 2-(4-bromo-2,5-dimetoxifenil)etanamină (2C-B) [72]  

În concluzie, descriptorii moleculari cuantici și hărțile potențialului 
electrostatic molecular (MEP) furnizează informații relevante despre proprietățile 
fizico-chimice ale compușilor analizați din clasele 2C-x și NBOMe, reprezentând 
astfel instrumente utile pentru caracterizarea acestora. 

4.2.5. Aplicarea metodei PCA pe baza unor descriptori moleculari și 
parametri de toxicitate pentru caracterizarea și evaluarea 
tendinței de grupare a unor compuși din clasele DOx și 
NBOMe  [75] 

În cadrul acestui subcapitol sunt prezentate aspecte importante 
toxicologice corespunzătoare unor droguri reprezentative din clasele DOx și 
NBOMe. Mai precis, au fost determinați trei descriptori moleculari de toxicitate, și 
anume toxicitatea de referință a lui Verhaar pentru pești (𝐵𝐿𝑇𝐹96), toxicitatea de 

referință a lui Verhaar pentru Daphnia (𝐵𝐿𝑇𝐷48) și toxicitatea de referință a lui 

Verhaar pentru Algae (𝐵𝐿𝑇𝐴96), împreună cu trei parametri de toxicitate, și 

anume doza letală 50 (𝐿𝐷50), carcinogenitatea și imunotoxicitatea. Acești 

indicatori de toxicitate au fost apoi supuși PCA pentru a evalua tendința de 
grupare și discriminarea potențială între clasele analizate de compuși [75]. 
Denumirile compușilor cuprinși în baza de date sunt prezentate în Tabelul 4.13. 

Primii trei indicatori de toxicitate, și anume descriptorii 𝐵𝐿𝑇𝐹96, 𝐵𝐿𝑇𝐷48 și 

𝐵𝐿𝑇𝐴96, au fost determinați utilizând programul informatic alvaDesc [70]. Valorile 
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𝐵𝐿𝑇𝐹96, 𝐵𝐿𝑇𝐷48 și 𝐵𝐿𝑇𝐴96 corespunzătoare compușilor vizați sunt prezentate 

în Tabelul 4.14.  

Tabelul 4.13 Lista compușilor DOx și NBOMe analizați  [75] 

Denumirea compusului Clasa compuslui 

2,5-dimetoxiamfetamină 
(2,5-DMA) 

DOx 

2,5-dimetoxi-4-bromoamfetamină 
 (DOB) 

DOx 

2,5-dimetoxi-4-cloroamfetamină  
(DOC) 

DOx 

2,5-dimetoxi-4-etilamfetamină 
 (DOET) 

DOx 

2,5-dimetoxi-4-metilamfetamină 
 (DOM) 

DOx 

25B-NBOMe NBOMe 

25C-NBOMe NBOMe 

25C-NB3OMe NBOMe 

25C-NB4OMe NBOMe 

25D-NBOMe NBOMe 

 
Tabelul 4.14 Valorile 𝐵𝐿𝑇𝐹96, 𝐵𝐿𝑇𝐷48 și 𝐵𝐿𝑇𝐴96 corespunzătoare compușilor 

analizați [75] 

 
Denumirea compusului BLTF96 BLTD48 BLTA96 

1 2,5-DMA -2,8 -2,89 -2,89 

2 DOC -3,26 -3,41 -3,44 

3 DOET -3,27 -3,42 -3,44 

4 DOM -3,04 -3,16 -3,17 

5  DOB -3,38 -3,55 -3,57 

6 25B-NBOMe -4,17 -4,43 -4,5 

7 25C-NBOMe -4,08 -4,32 -4,39 

8 25C-NB3OMe -4,08 -4,32 -4,39 

9 25C-NB4OMe -4,08 -4,32 -4,39 

10 25D-NBOMe -3,85 -4,07 -4,12 

11 25E-NBOMe -4,04 -4,28 -4,35 

12 25H-NBOMe -3,65 -3,85 -3,89 

Următorii indicatori de toxicitate, doza letală 50 (𝐿𝐷50), carcinogenitatea și 

imunotoxicitatea au fost preziși utilizând programul informatic ProTox-II [76]. 
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Reprezentările canonice SMILES (eng. Simplified Molecular Input Line Entry 
System), cu ajutorul cărora structurile moleculare ale compușilor sunt redate sub 
forma unor șiruri de caractere, au fost colectate de pe site-ul PubChem și folosite 
apoi ca date de intrare pentru programul informatic ProTox-II [76,77]. Rezultatele 
obținute sunt prezentate în Tabelul 4.15. În cazul imunotoxicității și 
carcinogenității, un răspuns de tip „activ” a fost codat ca „1”, în timp ce un răspuns 
de tip „inactiv” a primit codul „0”. 

Tabelul 4.15 Valorile prezise ale LD50, imunotoxicității și carcinogenității 
corespunzătoare compușilor analizați [75] 

 
Denumirea 
compusului 

LD50 
(mg/kg) Imunotoxicitate Carcinogenitate 

1 2,5-DMA 171 0 1 
2 DOC 330 0 0 
3 DOET 330 0 1 
4 DOM 330 0 1 
5 DOB 400 0 1 
6 25B-NBOMe 400 1 0 
7 25C-NBOMe 300 1 0 
8 25C-NB3OMe 800 1 0 
9 25C-NB4OMe 940 1 0 
10 25D-NBOMe 300 1 0 
11 25E-NBOMe 300 1 0 
12 25H-NBOMe 300 1 0 

 
În continuare, pe baza indicatorilor de toxicitate determinați (𝐵𝐿𝑇𝐹96, 

𝐵𝐿𝑇𝐷48, 𝐵𝐿𝑇𝐴96, 𝐿𝐷50, imunotoxicitatea și carcinogenitatea), a fost aplicată 

metoda PCA folosind programul informatic Minitab 19, cu setările implicite ale 
acestuia [78]. Graficul de tip „scree plot” obținut este prezentat în Figura 4.18. 
Aceasta indică faptul că primele două componente principale (PC) sunt suficiente 
pentru analize viitoare, deoarece acestea încapsulează o varianță explicată 
cumulată de 94% (din care 81,10% corespunde primei componente principale).  

Graficul scorurilor, prezentat în Figura 4.19, indică faptul că drogurile din 
clasa NBOMe sunt caracterizate de scoruri PC1 negative, în timp ce drogurile din 
clasa DOx au scoruri PC1 pozitive. Prin urmare, cele două clase de droguri pot fi 
discriminate în mod clar, pe baza scorurilor PC1. Graficul scorurilor indică, de 
asemenea, că a doua componentă principală are un rol important în 
discriminarea între compușii NBOMe. Majoritatea compușilor NBOMe au scoruri 
PC2 pozitive, dar există și două excepții, și anume compușii 25C-NB3OMe și 
25C-NB4OMe, caracterizați de scoruri PC2 negative. 

Graficul ponderilor, prezentat în Figura 4.20, indică cele mai importante 
variabile care contribuie la discriminarea drogurilor de abuz din clasele DOx și 
NBOMe. Compușii DOx se grupează în principal datorită carcinogenității lor și a 
descriptorilor 𝐵𝐿𝑇. Pe de altă parte, compușii NBOMe pot fi clar distinși de 

compușii DOx, în special datorită scorurilor PC1 negative generate de 
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imunotoxicitate și 𝐿𝐷50. Ceea ce distinge substanțele NBOMe caracterizate prin 

scoruri PC2 negative de cele care formează grupul situat în cadranul II este 𝐿𝐷50. 

Valorile 𝐿𝐷50 corespunzătoare compușilor 25C-NB3OMe și 25C-NB4OMe sunt 

mult (aproape trei ori) mai mari decât valorile 𝐿𝐷50 obținute pentru compușii 

NBOMe grupați în cadranul II. 

Figura 4.18 Graficul de tip „scree plot” obținut pe baza indicatorilor de 
toxicitate calculați [75] 

Figura 4.19 Graficul scorurilor în format 2D evidențiază discriminarea 
compușilor DOx și NBOMe pe baza indicatorilor de toxicitate determinați [75]  
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Figura 4.20 Graficul ponderilor ilustrează contribuția indicatorilor de toxicitate 
determinați la formarea grupurilor alcătuite din compuși DOx, respectiv NBOMe 

[75] 

Evaluarea computațională a toxicității compușilor este foarte importantă, 
deoarece indică, într-un mod rapid și eficient din punct de vedere al costurilor, 
care noi droguri de abuz reprezintă o amenințare mai mare din punctul de vedere 
al sănătății publice. Rezultatele prezentate arată că parametrii toxicologici aleși 
pentru caracterizarea celor două clase de droguri de abuz sunt relevanți pentru 
o discriminare clară a substanțelor ilicite din clasele DOx și NBOMe. Metoda PCA 
s-a dovedit, de asemenea, utilă pentru evaluarea indicatorilor de toxicitate (și a 
afecțiunilor medicale asociate) care asigură această discriminare.  

5.        Capitolul V. Concluzii generale și direcții viitoare de 

cercetare și dezvoltare 

Concluzii generale 

Activitatea de cercetare din cadrul acestei teze de doctorat s-a desfășurat 
în două direcții: 

• cercetare desfășurată pe baza spectrelor ATR-FTIR ale drogurilor 
analizate din clasele 2C-x, DOx și NBOMe  

• cercetare desfășurată pe baza unor descriptori moleculari și parametri 
de toxicitate determinați pentru drogurile analizate din clasele 2C-x, DOx și 
NBOMe. 

Cercetarea bazată pe spectrele ATR-FTIR s-a concretizat în primul rând în 
dezvoltarea unor sisteme de învățare automată care vizează atât depistarea 
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drogurilor din clasele 2C-x, DOx și NBOMe, cât și în depistarea drogurilor din alte 
clase de interes criminalistic, precum opioidele și canabinoizii. Pentru 
dezvoltarea acestor sisteme de învățare automată au fost utilizate următoarele 
metode: SVM, XGBoost, RF, GB și KNN. Dintre acestea, cele mai bune rezultate 
au obținut sistemele de învățare automată bazate pe metodele SVM, respectiv 
XGBoost. De asemenea, în cadrul acestei direcții de cercetare a fost realizată 
analiza vibrațională a spectrelor ATR-FTIR  ale unor droguri aparținând claselor 
vizate. 

Cercetarea bazată pe descriptorii moleculari și parametrii de toxicitate a 
constat în caracterizarea și evaluarea tendinței de grupare a drogurilor 
reprezentative din clasele 2C-x, DOx și NBOMe. Rezultatele au indicat că 
descriptorii moleculari și parametrii de toxicitate utilizați au o putere mare de 
discriminare în ceea ce privește compușii din cele trei clase de droguri vizate, 
aceștia putând fi folosiți ca date de intrare în cadrul cercetărilor viitoare.  

Direcții viitoare de cercetare și dezvoltare 

În ceea ce privește direcțiile viitoare de cercetare și dezvoltare, se au în 
vedere următoarele: 

• dezvoltarea bazei de date spectrale actuale prin adăugarea spectrelor 
ATR-FTIR ale altor compuși cunoscuți din clasele 2C-x, DOx și NBOMe, pe 
măsură ce acestea sunt furnizate de laboratoarele specifice avizate; 

• dezvoltarea bazei de date spectrale actuale prin adăugarea spectrelor 
ATR-FTIR ale unor noi compuși din clasele 2C-x, DOx și NBOMe, pe măsură ce 
aceștia sunt produși în laboratoarele clandestine și ulterior identificați, iar 
spectrele acestora sunt furnizate de laboratoarele specifice avizate; 

• dezvoltarea bazei de date concepute pe baza descriptorilor moleculari 
și a parametrilor de toxicitate prin calcularea acestora pentru alți compuși din 
clasele 2C-x, DOx și NBOMe, atât cunoscuți, cât și noi compuși produși în 
laboratoarele clandestine și identificați ulterior; 

• aplicarea altor metode de matematice multivariate pentru depistarea 
drogurilor din clasele 2C-x, DOx și NBOMe, precum ANN sau Regresia Logistică; 

• dezvoltarea unor modele QSAR pe baza descriptorilor moleculari 
analizați pentru a prezice proprietățile farmacologice și/sau toxicologice ale 
compușilor din clasele  2C-x, DOx și NBOMe; 

• extinderea cercetării prin dezvoltarea unor modele de clasificare care 
să vizeze și alte tipuri de droguri. 
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