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Introducere

In contextul actual al societatii moderne in plan economic si social, se poate observa
cu usurintd ca existd o continua provocare pentru combaterea tuturor formelor de crima
organizata, intrucat societatea moderna a ajuns sa fie influentata major de catre acestea.
Piata drogurilor de mare risc ocupa un mare segment din crima organizata pe plan mondial.
Putem considera ¢4, Tn ce priveste depistarea substantelor interzise, exista provocari in toate
fazele acestui proces, incepand cu sinteza drogurilor sintetice si continuind cu producerea,
transportul, distributia si / sau consumul acestor substante.

Traficul de droguri reprezintd o grava amenintare la adresa securitatii si sanatatii
publice, atat pe plan national cat si la nivel global. Globalizarea, impreuna cu dezvoltarea
rapida a tehnologiei si diversificarea legaturilor comerciale, au facilitat crearea unor noi rute
si metode de transport. Eliminarea controalelor la unele frontiere a contribuit la dezvoltarea
organizatiilor criminale, ce alimenteaza si controleaza piata ilicita a drogurilor. Din nefericire,
Romania este si ea implicata in acesta retea mondiala. In ultimele doua decenii, cetateni
romani au inceput sa fie cooptati de grupari infractionale, fiind folositi ca transportatori la nivel
international, mai ales la nivel european. in anii trecuti a fost inregistrata o creste a incercarilor
de introducere a drogurilor sintetice (amfetamine, mentamfetamine, derivati din amfetamina,
etc.) din tarile cu traditie in producerea de medicamente sintetice (Belgia, Olanda, Germania),
fie prin sistemul de coletarie, fie prin transport aerian sau terestru [1].

Tehnologia moderna vine, din pacate, si in ajutorul acestor structuri, ducénd la un usor
avantaj in favoarea acestor retele. Metodele moderne de producere si contrabanda in scopul
de a evita controalele, au generat necesitatea de a dezvolta noi tehnici moderne de depistare
a unei varietati de noi compusi, majoritatea facand parte din familia substantelor interzise cu
efect psihotrop.

Cea mai frecventa modalitate aleasa de retelele de traficanti pentru a incerca sa evite
confiscarile si condamnarile este usoara modificarea a structurilor moleculare a compusilor de
baza, fie prin addugarea sau schimbarea unor substituenti din diferitele pozitii ale structurilor
moleculare de baza. Astfel, noii compusi nu se regaseasc pe listele internationale de
substante interzise si in acelasi timp pot fi comercializati pe piata neagra cu acelasi succes,
intrucat au o activitate farmacologica similara compusilor — mama (care sunt compusi
controlati). Intrucat echipamentele de detectie folosite la ora actuala in vami, porturi,
aeroporturi, etc., identifica doar compusii a caror spectre sunt stocate in memoria
instrumentului, autoritatile fac apel pentru dezvoltarea de tehnici moderne de recunoastere a
identitatii de clasa, care sa poata depista orice substanta cu o structura moleculara similara
Ccu cea a unei substante interzise. In al doilea rand, autoritatile reliefeaza nevoia de a avea
disponibile instrumente cat mai putin voluminoase, portabile, ce permit identificarea in-situ a
substantelor controlate. Astfel de aplicatii pot fi dezvoltate folosind metode spectrale in
combinatie cu metode de inteligenta artificiala.

Inteligenta artificiala ocupa din ce in ce mai mult spatiu pe toate palierele, fie ca vorbim
de industrie, medicina sau stiinte politice si sociale. Rezultatele prezentate pe parcursul
acestei teze demonstreaza ca aceste tehnici sunt adecvate si pentru domeniul
toxicologiei si a criminalisticii. Sistemele expert dezvoltate pot fi instalate pe
instrumente de control produse la ora actuala nivel industrial, reprezentand astfel o
contributie la dezvoltarea ingineriei industriale.



Rezumatul si structura lucrarii stiintifice

Teza de doctorat cu titlul "Sistem expert pentru recunoasterea identitatii de clasa a
amfetaminelor halucinogene" este structurata in patru capitole, insotite de o introducere in
tema studiata. In final sunt prezentate concluziile generale (deduse pe baza rezultatelor
originale prezentate) si directiile viitoare de cercetare si dezvoltare.

Aceasta lucrare debuteaza cu o introducere in contextul necesitatii unor noi tehnici de
indentificare a substantelor interzise sintetizate, transportate si / sau comercializate de catre
retelele de traficanti de droguri sau crima organizata.

Capitolul | descrie atat proprietatile generale ale principalelor amfetamine
halucinogene, céat si lista compusilor alesi pentru analiza in aceasta teza.

Capitolul Il contine prezentarea metodelor spectrale de caracterizare si identificare a
amfetaminelor halucinogene. Pe parcursul acestui capitol sunt descrise conceptele de baza a
spectrometriei in infrarosu si componentele principale ale unui astfel de spectrometru.

Capitolul lll, denumit "Metode de inteligenta artificiala aplicabile pentru recunoasterea
identitatii de clasa a unor substante organice", cuprinde descrierea celor sase modele de
inteligenta artificiala folosite pentru prelucrarea spectelor substantelor de interes, respectiv
PLSR, Algoritmii genetici, KNN, Random Forest, SVM si Regresiile Logistice. Pe parcursul
acestui capitol au fost descrise conceptele ce stau la baza acestor algoritmi, functiile si
metodele de interpretare si consideratii teoretice in ce priveste evaluarea performantei
sistemului de atribuire a identitatii de clasa (clasificarii) pe baza erorilor si a intervalelor de
confidenta.

Capitolul 1V, intitulat "Contributii privind asplicatii de inteligenta artificiald proiectate
pentru recunoasterea identitatii de clasa a principalelor amfetamine ilicite halucinogene 2C-x
si DOx", cuprinde contributii proprii privind dezvoltarea unor sisteme expert ce permit
recunoasterea identitatii de clasa a amfetaminelor halucinogene descrise in Capitolul I.
Sistemele expert descrise au fost construite folosind modelele prezentate teoretic in Capitolul
[ll. Fiecare model a fost analizat in detaliu, Tn mai multe etape de evaluare, cu variatii ale
parametrilor ce stabilesc arhitectura sistemelor in cauza.

In capitolul dedicat concluziilor generale, se prezinta a analiza finala comparativa a
performantelor modelelor folosite. Sintetizarea rezultatelor a permis identificarea celui mai
performant model ce trebuie folosit ca sistem expert de detectie a amfetaminelor halucinogene
de interes. Acesta este sistemul cel mai recomandabil pentru implementare la nivel de
inginerie industriala aplicata in productia de serie a instrumentelor portabile folosite de
fortele de ordine.

In finalul tezei se regaseste atat o scurta descriere a contributiilor personale din cadrul
acestei lucrari, cat si lista de lucrari publicate si prezentate in cadrul unor conferinte nationale
si internationale.



Motivatia alegerii temei de cercetare

In ultimii ani, inteligenta artificiala este folosita din ce in ce mai mult in mai toate
domeniile. Dupa cum s-a aratat mai sus, extinderea performantelor in ce priveste clasificarea
pe baza spectrelor FTIR si ATR-FTIR prezentate in aceasta lucrare prezinta un interes practic
maijor. In plus, este de interes si faptul ca modelele studiate si dezvoltate pe parcursul acestei
teze pot fi extinse si pentru alte aplicatii din domenii precum medicina si ingineria medicala,
farmacia si industria chimica, etc.

Producerea, comercializarea si consumul drogurilor de mare risc reprezinta un pericol
din ce in ce mai mare pentru societatea moderna. Sistemele expert, prezentate in aceasta
teza de doctorat, ce pot identifica aceste substante interzise inclusiv in situ, sunt o contributie
la efortul depus de toate institutiile in lupta Timpotriva retelelor de traficanti de substante de
mare risc.

Aceste doua idei cu un foarte mare impact in viitorul societatii moderne, respectiv
digitalizarea folosind inteligenta artificiala si destabilizarile create de retelele crima organizata,
justifica alegerea temei de cercetare a prezentei lucrari. Evaluarea celor sase modele de
inteligenta artificiala studiate arata ca acestea au un potential mare de crestere al performantei
recunoasterii identitatii de clasa a amfetaminelor halucinogene.

Obiectivele de cercetare urmarite

In cadrul acestei teze am avut ca obiective de cercetare: studiul documentar privind
stadiul actual al cercetarilor, identificarea compusilor de studiu, a celor mai adecvate metode
spectrale de caracterizare si identificare a amfetaminelor halucinogene, precum si alegerea
metodelor de inteligenta artificala cu cel mai mare potential de a genera sisteme expert
eficiente pentru operarea instrumentelor analitice folosite in detectia drogurilor de interes.

In urma analizei teoretice a modelelor propuse pentru studiu si cercetare, obiectivele
din faza de dezvoltare a modelelor au fost urmatoarele:

e construirea bazei de date cu ajutorul spectrelor compusilor chimici de interes;

¢ identificarea tuturor parametrilor fiecarui model studiat ce ar putea duce la optimizarea
modelului si cresterea implicita a preformantei de clasificarea;

e evaluarea performantelor sistemului expert construit cu fiecare dintre metodele de
inteligenta artificiala considerate, prin compararea rezultatelor obtinute pentru setul de
date spectrale complet si pentru un set de date selectate (generat de algoritmul genetic)
ce contine cele mai reprezentative date (informatii);

e rularea modelelor in mai multe iteratii, cu o variatie a parametrilor de fine tuning;

e analiza comparativa a performantelor sistemelor expert construite cu diverse tehnici si
pentru cele doua seturi de date spectrale de intrare, pentru identificarea siistemului expert
cu cele mai bune performante.



Capitolul I. Amfetamine halucinogene: proprietati

1.1 Introducere

Amfetaminele sunt substante sintetice cu rol stimulant al sistemului nervos central,
intdlnite in mod uzual sub forma unei pudre albe. Compusul — mama, amfetamina, are
denumirea IUPAC N,a-methylbenzeneethanamine [1]. Tntrucat amfetaminele sunt substante
controlate, noi compusi, ce nu se afla in lista substantelor interzise, sunt permanent sintetizati
in laboratoarele clandestine. Acestia sunt obtinuti prin usoare modificari ale structurii
moleculare(vezi Figura 1.1.1), care pastreaza efectul biologic al amfetaminelor si totodata nu
intra sub incidenta legii privind substantele prohibite. Pentru prezenta teza de doctorat am
ales spre studiu doua noi clase de analogi halucinogeni ai amfetaminei, respectiv 2C-x si DOx.

NH

CHs

Figura I.1.1. Structura moleculara a amfetaminei [2].

Substantele din clasa 2C-x contin grupari metoxi- in pozitiile 2 si 5 ale ciclului aromatic
prezent in structura moleculara a amfetaminelor. Substituentii lipofilici de la pozitia 4 a ciclului
aromatic amplifica si prelungesc efectele stimulante si halucinogene ale acestor substante
(vezi Figura 1.1.2) [3]. Clasa DOx contine amfetamine halucinogene care prezinta grupari
metoxi in pozitiile 2- si 5- ale ciclului aromatic.

Baza de date dezvoltata in aceasta faza de documentare este compusa din spectrele
infrarosii (IR), obtinute cu ajutorul unui spectrometru ATR — FTIR (Attenuated total reflectance-
Fourier transform infrared spectroscopy) pentru 17 substante din clasa 2C-x si 7 substante
din clasa DOx [4].
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Figura 1.1.2. Structura moleculara a compusului: a) 25B-NBOMe, substanta din clasa

amfetaminelor 2C-x; b) 4-Bromo-2,5-dimethoxyamphetamine (DOB), substanta din clasa

amfetaminelor DOXx.

Identificarea primara a probelor necunoscute se face automat, folosind aplicatia
software a instrumentului folosit. Aceasta calculeaza distanta euclidiana dintre spectrele

existente in baza de date proprie si spectrul substantei de analizat.
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Capitolul Il Metode spectrale de caracterizare si identificare a
amfetaminelor halucinogene

1.1. Introducere

in lucrarea de fata sunt descrise metodele spectrale folosite in obtinerea spectrelor IR
ai unor analogi halucinogeni ai amfetaminei, care fac parte din clasele 2C-x si DOx. Intrucat
in procesul de identificare al acestor substante interzise timpul de prelucrare joaca un rol
important, s-a dovedit ca spectroscopia ATR - FTIR poate furniza spectre bogate in informatii,
fiind necesare pregatiri minime ale probei pentru a fi analiza si chiar recuperarea probei daca
se impune.

I.2. Metode spectrale de caracterizare si identificare
I.2.1 Spectrometria in infrarosu cu transformata Fourier (FTIR)

Spectroscopia in infrarosu cu transformata Fourier (FTIR) se bazeaza pe interferenta
radiatiei intre doua fascicule, fenomen in urma céaruia se obtine o interferograma. Acesta din
urma este un semnal produs ca o functie a diferentei de drum strabatut de cele doua unde.
Cele doua domenii ale distantei si frecventei sunt interconvertibile de catre metoda
matematica a transformatei Fourier.

Componentele de baza ale unui spectrometru FTIR sunt prezentate schematic in
Figura I.2.1. Radiatia emisa de sursa trece printr-un interferometru pentru a ajunge la proba
si apoi la un detector. Dupa amplificarea semnalului, in care contributiile de Tnalta frecventa
au fost eliminate de un filtru, datele sunt convertite in forma digitala printr-un convertor analog-
digital si transferate catre calculatorul atasat spectrometrului, care efectueaza transformata
Fourier [5].

Sursa Proba Amplificator Calculator

N VRN T/ B o

Interferometru Detector Convertor
analog-digital

Figura 1.2.1 Prezentare schematica spectrometru FTIR.

1.2.2 FTIR cu Reflexie Totala Atenuata (ATR-FTIR)

Spectroscopia ATR — FTIR deriva din spectroscopia cu reflectia interna si poate fi folosita
in analiza probelor solide sau lichide. Bazele ei au fost puse de catre Fahrenfort si Harrick la
inceputul anilor 1960. Cand radiatia se propaga dintr-un mediu dens (indicele de refractie n1)
intr-un un mediu optic mai putin dens (indicele de refractie nz, n1> n.), reflexia interna totala
va aparea la interfata celor doud medii, daca unghiul de incidenta al radiatiei (6) depaseste
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unghiul critic (6c¢). Unghiul critic poate fi definit ca o functie ce depinde de indicii de refractie

ai celor doua medii:
o =]
0. =sin™| 2 (2.1)
n,

La fiecare reflexie, un cdmp evanescent se extinde in mediul adiacent mai putin dens.
Acest camp evanescent poate fi descris ca o unda electricd normala la suprafata celor doua
medii, si rezultd din suprapunerea campurilor electrice a undelor incidente si reflectate.
Amplitudinea acestei unde electrice (E) scade exponential cu distanta [7]:

E= Eue{d”] (2.2)

unde E, este amplitudinea campului electric la suprafata (z=0), z este distanta de la suprafata
iar dp este adancimea de penetrare a undei, definita ca distanta la care amplitudinea campului
electric este1/e din Eo:

. A

" 2zn?sin’ 0-n (2.3)

Figura 1.2.5 Reprezentarea schematica a ATR [5].
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Capitolul lll. Metode de inteligenta artificiala aplicabile pentru
recunoasterea identitatii de clasa a unor substante organice

lIl.1 Modelul PLSR
lll.1.1 Consideratii generale

Regresia PLS (PLSR) este des intalnita in chemometrie, in special in cazurile in care
numarul de variabile independente este semnificativ mai mare decat numarul de observatii.
Modelul PLS predictiv, folosit Tn modelarea relatiei dintre doud matrici, X si Y, este considerat
mai eficient decat abordarea traditionald in care se foloseste regresie multipla. PLSR si
abordari similare oferd metode de modelare multivariate cantitative, cu posibilitati inferentiale
similare cu regresia multipla, ANOVA sau teste .

PLSR poate fi considerata o generalizare a MLR (Multiple Linear Regression), dar
prezintd un interes crescut datorita faptului ca poate atat analiza seturi de date puternic
corelate cu numeroase variabile X, cat si modela numeroase variabile Y, determinand profiluri
de performante [10-15].

Regresia, adica modul de modelare a uneia sau a mai multor variabile dependente
(raspunsuri) Y, cu ajutorul unui set de variabile predictoare X, este una dintre cele mai
frecvente probleme de analiza a datelor din stiinta si tehnologie. Putem considera exemple
din chimie, unde proprietatile Y ale esantioanelor cu compozitia chimica X sunt folosite pentru
evaluarea calitatii si cantitatii de produse fabricate la conditiile X ale procesului de fabricatie
si proprietatile chimice Y, sau reactivitatea sau activitatea biologica a unui set de molecule cu
structura chimica X. Ultimele modele mai sunt denumite si QSPR (Quantitative Structure —
Property Relationships) sau QSAR (Quantitative Structure — Activity Relationships). In mod
traditional, aceasta modelare a lui Y prin X se face folosind MLR, care functioneaza bine atat
timp cat variabilele X sunt destul de putine si destul de necorelate, adica X are un rang
complet. In cazul instrumentelor moderne de masurare, precum spectrometrele sau
cromatografele, variabilele X tind sa fie si mai multe si mai puternic corelate. Prin urmare, nu
le vom numi “independente”, ci ,predictori” sau doar variabile X, deoarece acestea sunt de
obicei corelate, afectate de zgomot si incomplete. In analiza variabilelor X, cat si a profilurilor
de raspuns Y, PLSR ne permite sa investigam probleme mai complexe decat daca am folosi
alte modele.

lll.2. Algoritmii genetici
Consideratii generale

Algoritmii genetici (GA) reprezinta metode de cautare si optimizare inspirate din
principiile naturale de selectie cat si din genetica [26,27,28]. Algoritmii genetici cuprind
variabile ce reprezinta solutile la metodele de cautare intr-un set de date cu o stransa legatura
intre ele. Vectorii acestor seturi de date initiale, propuse analizei, mai sunt denumite
cromozomi, iar elementele vectorilor mai sunt denumite si gene. Pentru obtinerea unei
performante ridicate in identificarea celor mai bune solutii, cat si pentru implementarea
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selectiei naturale, sunt folosite metode de diferentiere a solutiilor bune fata de cele rele.
Metodele pot fi obiective, subiective sau modele matematice, unde arhitectul modelului alege
solutiile bune. Tn esentd, masura solutiei modelului este datad de masura relativa a solutiei
fiecarui candidat evaluat, ulterior devenind indicatorul modelului asupra evolutiei performantei
acestuia.

Spre deosebire de modelele clasice de cautare, algoritmii genetici se bazeaza pe
populatii de potentiale solutii, iar marimea populatiei este foarte importantd din perspectiva
scalabilitatii si a performantei modelului. Dupa ce s-au stabilit datele intiale (cromozomii) si
functia ce determind masura in care o solutie este considerata buna, se vor initia iteratii de
urmatorul tip: Initializarea. Populatia initiald a solutiilor candidate este generata in mod
aleatoriu.; Evaluarea. In urma initializarii, se determind dacad masura solutiei functiei ce
evaluaza solutile candidate este considerata buna; Selectia. in aceasta etapa, se rezerva
copii ale solutiilor cu cele mai mari masuri si se considera impunerea metodei "supravietuirii
celor mai buni”; Recombinarea. Doua sau mai multe solutii sunt folosite pentru a genera o
solutie mai buna.; Mutatia. In cadrul acestui pas, se considera o solutie buna asupra careia
au loc modificari astfel incat un local optim s4 fie evitat; Inlocuirea. Populatia creat& in urma
selectiei, recombinarii si mutatiei inlocuieste populatia initiala; Repetitia. Se repeta pasii 2-6
pana cand solutiile obtinute intrunesc cerintele impuse.

lll.3. KNN (K- nearest neighbors)
Clasificarea KNN

in domeniul recunoasterii de pattern-uri (pattern recognition), algoritmul KNN
reprezinta o metoda de clasificare a obiectelor bazatad pe distanta cea mai scurta dintre
obiectele folosite la antrenarea modelului, in domeniul caracteristicilor obiectelor (feature
space). KNN este un model ce presupune invatarea bazata pe instante, unde functia este
aproximata local si toate calculele sunt améanate pana la clasificare.

KNN poate fi considerat un model fundamental si simplu in ce priveste tehnica de
clasificare, mai ales in cazul in care nu se presupune o cunoastere a distributiei datelor
inaintea folosirii lui [37]. Aceasta regula simpla presupune pastrarea intregului set de pregatire
si asignarea fiecarei interogari a unei clase reprezentata de majoritatatea etichetelor lui k, cei
mai apropiati vecini din setul de training.

Modelul NN, cel mai apropiat vecin, este reprezentat in forma cea mai simpla atunci
cand K=1. In acest caz, fiecare esantion trebuie clasificat in mod similar obiectelor din jur.
Daca se considera un obiect neclasificat, el poate fi clasificat pe baza claselor obiectelor cele
mai apropiate. Acest lucru se face calculand distantele dintre obiectul neclasificat si obiectele
ce formeaza o clasa cunoscuta, distanta cea mai scurta catre o clasa specifica determinand
in acest fel clasificarea obiectului neclasificat [53]. Tn Figura 111.3.1 se poate observa modelul
KNN cu K=1 si K=4 pentru un esantion divizat in doué clase. In cazul a), un obiect neclasificat
este clasificat folosind doar un singur obiect din esantionul de training. in situatia b), se
identifica cele mai apropiate 4 obiecte, determinandu-se astfel ca face parte din clasa din
stanga.
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Figura ll1.3.1 a) Modelul 1-NN, obiectul ? atribuit clasei din stdnga; b) Modelul KNN
cu K= 4: obiectul ? este atribuit clasei din stanga.

Performanta acestui model de clasificare este determinata in principal de alegerea
numarului K cat si metrica distantelor [60]. Estimarile sunt influentate de senzitivitatea
selectiilor razei de vecinatate a lui K, intrucat raza regiunii locale este determinata de K cel
mai apropiat vecin, iar valori diferite ale lui K pot genera probabilitati de clasificare diferite.
Daca valoarea lui K este prea mica, estimarile locale pot determina clasificari gresite in cazul
seturilor de date cu imprastiere ridicatd si cu mult zgomot. Pentru a imbunatati rata
clasificarilor corecte, se mareste gradual valoarea lui K pana cand imbunatatirea nu mai este
semnificativa.

ll.4. Random Forests

Arborii decizionali reprezintd modele bine cunoscute folosite in clasificare si regresie de
foarte multi ani. Considerand un set de date folosit ca esantion de antrenare, acest model
imparte esantionul in noduri, luand in considerare valorile obiectelor semnificative. Nodurile
sunt create in asa fel incat pe acelasi nivel sa se afle caracteristici similare. La testarea
modelului, obiectul a carui clasa se doreste a fi identificatd avanseaza in arbore respectand
aceeasi regula. Cand se ajunge la un element al unui nod, obiectul este clasificat Tn functie
de clasele setului de date folosit la antrenarea modelului [61,62].

Clasificarea folosind arbori decizionali

Pentru clasificarea unui obiect x, esantionul parcurge un arbore, iar la fiecare nod,
fiecare caracteristica a lui x este comparata cu limita superioara aferent& acelui nod. In functie
de rezultatul evaluarii, obiectul avanseaza spre stadnga sau spre dreapta in arbore. Cand
obiectul ajunge la capatul nodului, ii este atribuita o clasa. In Figura 11.4.1 se exemplifica un
set de date reprezentat de figuri geometrice, clasele fiind asociate pe baza caracteristicilor
considerate determinante, respectiv numarul de unghiuri si luminozitatea. De exemplu,
triunghiul din clasa 1 are vectorul caracteristic (3,0.5).
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Figura l11.4.1 Sunt considerate douda caracteristici ce determina apartenenta la o anumita
clasa, respectiv numarul de unghiuri si luminozitatea (negru=0; gri=0,5; alb=1).

lll.5. Clasificarea SVM

Support Vector Machines (SVM) a fost introdus pentru prima oara in 1992 [65] ca fiind
un set de metode supervizate de clasificare si regresie. Clasificarea efectuata cu acest model
poate fi restransa considerand doar doua clase distincte, scopul fiind separarea acestor clase
cu o functie ce este indusa de setul de date folosit. in final se va ajunge la un clasificator ce
va reusi sa clasifice setul de test folosind un clasificator liniar ce va maximiza marja, adica
distanta dintre cel mai apropiat punct din fiecare clasa (vezi Figura I11.5.1).

Figura Il1.5.1 Separarea optima in hiperplan.

lll.6. Clasificare bazata pe regresia logistica (Logistic regression classification
model)

Regresia logistica este folosita domeniul clasificarilor binare, ea reprezentand
modelarea unui set de variabile independente x si o variabila dependenta binara Y ce poate
lua valori doar de 0 sau 1. in acest caz, performanta modelului este datd de valoarea medie
a raspunsului modelului in raport cu variabilele independente.
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Capitolul IV Contributii privind aplicatii de inteligenta artificiala
proiectate pentru recunoasterea identitatii de clasa a principalelor
amfetamine ilicite halucinogene 2C-x si DOXx

V.1 Introducere

Amfetaminele reprezintd substantele sintetice cele mai folosite ca droguri. Spre deosebire
de celelalte amphetamine, cele cu efect halucinogen nu au niciun fel de intrebuintare medicala
datorita efectelor lor adverse severe. Amfetaminele psihedelice, precum cele din clasa 2C-
x si Dox, prezinta un nivel ridicat de toxicitate [76]. Structurile moleculare generale ale acestor
doua familii de halucinogene sunt prezentate in Figura 1.1.2.

in ultimul deceniu, noi astfel de substante sunt produse si comercializate, atat pe piata
neagra din Europa cét si din intreaga lume. Laboratoare clandestine fac eforturi sustinute sa
produca noi substante ce nu se afla pe lista substantelor controlate [77]. De aceea se impune
dezvoltarea unor metode analitice rapide si eficiente, precum metodele automate de
inteligenta artificiala, care sa fie capabile sa recunoasca identitatea individuala sau cea de
clasa a acestor noi substante interzise.

R NH, NH,

Figura IV.1.1 Structura moleculara a amfetaminelor psihedelice: a) clasa 2C-x; b) clasa
DOx. R1, Rz, R — substituenti.

Tehnicile analitice recomandate pentru identificarea pozitiva (individuala) a amfetaminelor
sunt cromatografia in faza gazoasa cuplatd cu spectrometria in infrarosu cu transformata
Fourier (GC-FTIR) si cromatografia in fazd gazoasa cuplata cu spectroscopia de masa (GC-
MS). Dintre cele doua, GC-FTIR este cea mai potrivita pentru screening-ul (detectarea
identitatii clasei) drogurilor [78].

IV.2. Metode de inteligenta artificiala

Aplicatia de inteligenta artificiala pe care am dezvoltat-o este conceputa sa atribuie automat
identitatea de clasa nu numai a halucinogenelor de interes (amfetaminele psihedelice), dar si
a canabinoidelor JWH, pe baza spectrelor lor ATR-FTIR. Deoarece aceste spectre se
caracterizeaza printr-un raport relativ scazut semnal / zgomot, numerele de unda la care apar
absorbtiile cele mai relevante au fost identificate prin utilizarea algoritmilor genetici (Genetic
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Algorithms, GA). Baza de date spectrala selectata a fost utilizata ca intrare pentru construirea
unor modele de regresie PLSR (Partial Least Square Regression). Cel mai performant model
a fost identificat prin utilizarea a doi indicatori de evaluare a erorilor. Acest model poate fi utilizat
cu succes pentru a atribui automat identitatea de clasa a noilor substante apartinand claselor
vizate de droguri de abuz.

IV.2.1 — Algoritmi Genetici (GA)

Algoritmii genetici sunt o familie de modele computationale inspirate de evolutia naturala.
Acesti algoritmi codifica o solutie potentiala la o problema specifica pe o structura de date
simpla, asemanatoare cromozomului, aplicAnd acestor structuri diversi operatori de
recombinare pentru a pastra informatiile critice. Algoritmii genetici sunt adesea vazuti ca
algoritmi ce optimizeaza functii. Gama de probleme la care au fost aplicati algoritmi genetici
sunt destul de largi. O implementare a GA incepe cu o populatie de cromozomi (de obicei,
aleatorii). Aceste structuri sunt apoi evaluate si ofera oportunitati de reproducere in asa fel
incat cromozomii care reprezinta o solutie mai buna a problemei tintd sunt alesi astfel incat sa
aiba mai multe sanse de a se "reproduce” decéat acei cromozomi care reprezinta solutii mai
slabe. O caracteristica importantd o reprezinta codificarea variabilelor initiale ce descriu
problema. In mod uzual se foloseste un vector de variabile binare.

10

Absorbance
06

04

02

00

4000 3500 3000 2500 2000 1500 1000 500

Wavenumber (cm -1)

Figura 1V.2.1.1 Spectre ATR-FTIR ale halucinogenelor din clasele 2C-x and DOx incluse in
baza de date initiala.

Baza de date initiald a constat din 60 de spectre ATR-FTIR normalizate (vezi Tabelul 4.1),
care au fost inregistrate intre 4000 si 400 cm™, prin efectuarea unui numar de 1868 scanari
efectuate cu o rezolutie de 5 cm™ (vezi Figura 1V.2.1.1). in lista compusilor prezentata in
Tabelul 4.1 sunt prezentate codurile (ID) corespunzatoare fiecarei amfetamine psihedelice
analizate (de la 1 la 28). Compusii avand codurile de la 29 la 47 sunt canabinoide JWH
(sintetice). Compusii ce au coduri de la 48 la 60 sunt substante ,negative”, adica o selectie
aleatorie de alte substante de interes criminalistic.
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Tabelul 4.1 Lista compusilor folositi.

o

Compus chimic

25B-NBOMe HCI (Lot #N18-P1C)

25C-NB30OMe HCI (Lot #N17-P72C)

25C-NB40OMe HCI (Lot #N17-P73C)

25C-NBOMe HCI (Lot #N17-P71D)

2,5-Dimethoxy-4-Chloro-amphetamine HCI (Lot #MP193-194)

2,5-Dimethoxy-4-ethylamphetamine HCI (Lot #J-1)

2,5-Dimethoxy-4-methylamphetamine HCI (Lot #A261B)

2,5-Dimethoxyamphetamine HCI (Lot #AKB29A)

O O N O WIN|~

2,5-Dimethoxyphenethylamine HCI (Lot #MP137-139)

N
o

25D-NBOMe HCI (Lot #N17-P88C)

-_—
—_

25E-NBOMe HCI (Lot #N17-P97B)

RN
N

25H-NBOMe HCI (Lot #N16-P81A)

-
w

25|-NB30OMe HCI (Lot #N17-P74D)

—
N

25|-NB40OMe HCI (Lot #N17-P75C)

-
(&)

25|-NBOMe Base (Lot #SF0003)

-
(o))

25|1-NBOMe HCI (Lot #N17-P11B)

-_—
~

2C-B BZP diHCI (Lot #H-0416)

RN
(o]

2C-B HCI (Lot #729.1B4.1)

-
[(e]

2C-E HCI (Lot #H-0407)

N
o

2C-I HCI (Lot #2TDM-37-04)

N
—_

2C-T-2 HCI (Lot #N1P31)

N
N

2C-T-7 HCI (Lot #2TDM-198-01)

N
w

3,4-Dimethoxyamphetamine HCI (Lot #MP150-151 Batch 1)

N
N

5-Methoxy-alpha-methyltryptamine HCI (Lot #2TDM-97-02)

N
[6)]

5-Methoxy-Diallyltryptamine HCI (Lot #RM-131001-04)

N
»

5-Methoxy-N,N-diethyltryptamine HCI (Lot #2DAK-29-05)

N
~

d,I-DOB HCI (d,l-4-Bromo-2,5-dimethoxyamphetamine HCI) (Lot #274.1B1.1)

N
o

Methoxetamine HCI (Lot #N16-P100C)

N
©

AM1220 (Lot #0436983-11)

w
o

AM1248 (Lot #N1P21)

w
e

AM2233 (Lot #0436043-18)

w
N

JWH-018 adamantyl-carboxamide (Lot #0435618-27)

w
w

JWH-018 Benzimidazole (Lot #RM-131218-04)

w
n

JWH-018 (Lot #ALBO45RC_183-1)

w
)]

JWH-018 N-(5-chloropentyl) analog (Lot #0434099-14)

w
o))

JWH-019 (Lot #K8H81106)

w
~

JWH-022 (Lot #ALB227-8)

w
oo

JWH-073 (Lot #0409793-37)

w
[{e]

JWH-081 (Lot #ALB0O56RC)

N
o

JWH-122 (Lot #N1P3)

N
—

JWH-200 (Lot #0424688-3)

N
N

JWH-203 (Lot #K8H81110)

N
w

—_ |~ |~ |~

JWH-210 (Lot #N1P36EMG)
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44 | JWH-250 (Lot #ALB055RC)

45 | JWH-307 (Lot #0439287-1)

46 | RCS-4 (Lot #N1P38EMG)

47 | RCS-8 (Lot #ALB203-21)

48 | bk-MDDMA HCI (Lot #0432923-23)

49 | Bufotenine Oxalate Hydrate (Lot #042291)
50 | Buphedrone HCI(Lot #RM-031113-4)

51 | Butylone HCI (Lot #2011DEA003-25A)

52 | BZP diHCI (Lot #ALB90-5)

53 | Cathine Base (Lot #N11-P-17)

54 | Cathine HCI (Lot #284)

55 | Cathinone HCI (Lot #113-1191-12)

56 | CB-13 (Lot #N1P15)

57 | CP 47,497 C8 homologue (Lot #0425163-4)
58 | CP 47,497 (Lot #0419860-11)

59 | dihydro-PPP HCI (Lot #RM-131218-03)
60 | Diisopropyltryptamine HCI (Lot #H-0404)

Probele au fost selectate din cele 3 clase de compusi: Clasa 1 - amfetamine psihedelice;
Clasa 2 - canabinoide JWH; Clasa 3 - negative. Baza de date a fost impartita in doua seturi,
in mod aleatoriu, respectiv un set de instruire care a fost utilizat pentru dezvoltarea modelului
si un set de testare pentru validarea modelului. Aceastad secventa de lucru s-a realizat in 8
iteratii, cu amestecarea aleatorie a compusilor in setul de instruire si in cel de testare pe fiecare
clasa.

Algoritmul genetic a fost dezvoltat in mediul statistic R, utilizand pachetele de librarii genalg,
plsVarSel si pls. Algoritmul presupune aplicarea unei functii de validarea ce utilizeaza ca model
plsr, ce presupune folosirea ca metoda de validare incrucisata (LOO) cu o functie de
monitorizare ce realizeaza Selectia celor mai bune elemente. Cromozomul optim, un vector
compus din valori de 0 si 1, este determinat de catre functia de evaluare la momentul atingerii
valorii minime.

Prin intermediul functiei ga_pls [94], se apeleaza functia rbga.bin [92, 93]. Apelarea functiei
s-a facut intr-o bucla de iteratie, folosind pe rand clasele stabilite aleator, respectiv seturile de
instruire si de testare. In cadrul fiecarei iteratii, pe 1anga faptul ca s-au folosit compusi diferiti
apartindnd celor 3 clase, s-au folosit si valori diferite ale pragului algoritmului genetic
(GA.threshold 8:12), numarului de iteratii in interiorul modelului (iters 40:50) cat si numarul de
populatii (popSize 85:150), date prezentate in Tabelul 4.2.
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Tabelul 4.2 Valorile parametrilor folositi de catre modelul GA in cele 8 iteratii.

Iter GA_threshold iters popSize
1 12 48 109
2 11 49 93
3 11 48 102
4 12 43 137
5 12 43 121
6 8 42 86
7 9 43 106
8 12 41 115

Aplicarea GA implica mai multi pasi: a) pentru a selecta populatia initiala, o variabila este
setata aleatoriu ca bitul "1", aceasta fiind procedura care selecteaza variabila corespunzatoare
(in timp ce "0" inseamna non-selectie); b) un model PLSR este dezvoltat la fiecare set de
variabile si performanta este evaluatad prin utilizarea procedurii de validare incrucisata; c)
seturile variabile care produc cele mai bune rezultate sunt selectate pentru a supravietui pana
la aparitia urmatoarei generatii; d) se realizeaza incrucisarea si mutatia iar apoi se formeaza
noi seturi de variabile; e) seturile de variabile supravietuitoare si modificate sunt apoi utilizate
in urmatoarea iteratie. La finalul parcurgerii modelului, se obtine un set vector ce contine
valorile numerelor de unda pentru care eroarea de predictie a avut valoarea cea mai mica.

Tn urma rularii modelului GA, au rezultate 8 seturi de date a cate 30 de vectori cu cele mai
semnificative valori ale numerelor de unda, care au fost selectate de catre algoritmul genetic
ca avand relevanta cea mai mare in predictia claselor compusilor selectati.

Intrucat este important s gasim cele mai scizute valori ale erorii de predictie pe baza
setului restrans de variabile generat de modelul studiat, am analizat si extras seturile cu cele
mai bune valori ale erorii medii patratice a predictiei (RMSEP) pentru elementele vectorului
rezultat ce contine, in acest caz, 240 de seturi de date.

in urmatoare etapa a evaluarii performantei acestui model de imbunatatire a clasificarii unor
substante interzise necunoscute, am rulat modelul PLSR de antrenare si predictie cu noile
seturi de date. Se poate constata ca valorile din etapa de predictie, etapa in care modelul
foloseste compusii din Tabelul 4.2 din coloanele , Test” pentru fiecare clasa, variaza in functie
de parametrii folositi in modelul GA (Tabelul 4.3), dar si compusii folositi in antrenarea
modelului (Tabelul 4.2, coloanele ,Train”).

In urma parcurgerii acestor pasi, am constatat ca cea mai mica valoare a erorii, in
comparatie cu cele mai mici valori din cele 30 de valori ai fiecarei iteratii, a fost obtinuta in cazul
iteratiei 2 (RMSEP = 0.22198821751905). in raport cu valoarea RMSEP obtinuta in cazul
setului de date initial, ce cuprinde toate numerele de unda, valoarea cea mai buna a fost
identificata in cazul iteratiei 3:19 (vezi Figura IV.2.1.2), unde eroarea setului GA fata de setul
initial este cu 0.18928483 mai mica. (RMSEP set original = 0.497997627, RMSEP set GA =
0.308712797).
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Figura IV.2.1.2 Grafic comparativ cu valorile erorii RMSEP pentru setul de date initial si setul
de date selectat cu GA.

Trebuie observat faptul ca RMSEP scade foarte lent (de la 0.313021221117001 la
0.308712797412604) cand numarul componentelor este crescut de la 7 la 10, ceea ce indica
faptul ca majoritatea informatiilor relevante sunt incluse in primele sapte componente. Pe de
alta parte, in cazul bazei de date selectate, chiar si aceste ultime componente furnizeaza
informatii valoroase: RMSEP variaza de la 0.313 pentru 7 componente, la 0.308 pentru 10
componente. Acest comportament poate fi explicat prin selectia semnificativa efectuata de GA,
care scade semnificativ (de 10 ori) numérul de variabile de intrare (valori ale absorbantei). In
concluzie, analiza RMSEP indica faptul ca cele mai bune rezultate sunt obtinute pentru baza
de date selectata GA si 10 componente.

Selectia celor mai semnificative elemente ale setului de date initial, ce cuprinde 1868
observatii (numere de unda), este prezentata in Figura IV.2.1.3, ce cuprinde atat spectrele
grupelor de substante de interes, cat si numerele de unda selectate de GA, care sunt
reprezentate prin bare verticale.
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Figura IV.2.1.3 Spectrele ATR-FTIR ale amfetaminelor halucinogene din clasele 2C-x and
Dox (numerele de unda selectate de GA sunt evidentiate prin bare verticale sub spectrul
ATR-FTIR).
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Diferenta dintre un obiect optim, ce a dus la o clasificare corectd a compusilor din vectorul
de testare (iteratia 2:27), si unul cu erori mari la clasificare (iteratia 2:14), este ilustrata Tn
Figurile 1V.2.1.4 si IV.2.1.5, ce contin spectrele generate cu setul generat de GA.
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Figura IV.2.1.4 Spectrele ATR-FTIR ale amfetaminelor halucinogene din clasele 2C-x and
Dox, trasate pe baza setului GA din iteratia 2:27, ce a dus la o clasificare corecta a
compusilor din vectorul de testare.

in cazul iteratiei 2:14 se poate observa o clasificare gresitd a compusilor cu indexul 7 (2,5-
Dimethoxy-4-methylamphetamine HCI) cu o valoare a predictie de 1.99904747752698 pentru
Clasa 1 si compusul cu indexul 13 (251-NB3OMe HCI) pentru care valoarea predictiei a fost
de 1.50176435.
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Figura IV.2.1.5 Spectrele ATR-FTIR ale amfetaminelor halucinogene din clasele 2C-x and
Dox, trasate pe baza setului GA din iteratia 2:14, ce conduce la erori mari la clasificare.
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IV.2.2 Algoritmi genetici si regresia prin cele mai mici patrate partiale (GA - PLSR)

PLSR a fost aplicat pentru ambele baze de date prin utilizarea a zece componente. Au
fost alocate urmatoarele coduri de clasa: 1 pentru amfetaminele psihedelice, 2 pentru
canabinoidele JWH si 3 pentru negative (orice alt compus). Rezultatele obtinute pentru baza
de date spectrala initiala sunt prezentate in Figura 1V.2.2.1 Se observa ca valorile prezise
obtinute pentru unele amfetamine psychedelice sunt mai mari de 1,5, ceea ce inseamna ca
sunt clasificate gresit ca fiind canabinoide. in acelasi timp, valorile prezise ale unor canabinoide
sunt mai mici de 1,5, ceea ce le include in mod eronat in clasa amfetaminelor psihedelice.
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Figura IV.2.2.1 Regresia prin cele mai mici patrate partiale (PLSR) aplicata pe baza de date
ATR-FTIR initiald metode de validare a) CV si b) LOO(lteratia #2). Au fost alocate
urmatoarele coduri de clasa: 1 pentru amfetaminele psihedelice, 2 pentru canabinoidele
JWH si 3 pentru negative (orice alt compus).
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Un compus ce apartine clasei canabinoizilor este clasificat gresit drept negativ, avand
o valoare estimata chiar mai mare de 3. In plus, cateva negative sunt clasificate ca canabinoide,
deoarece au un scor estimat chiar mai mic de 2 (dar mai mare de 1,5).

Analizand Figura IV.2.2.1 ce prezinta rezultatele obtinute ruland modelul PLSR folosind
setul de date ATR-FTIR initial cu metodele de validare CV si LOO( lteratia #2,vezi Tabel
IV.20) se poate observa ca in cazul metodei de validare LOO, valorile sunt mai dispersate in
afara intervalului asociat clasei, cu multi compusi ale caror valori de clasificare depasesc
valoarea 1,5 ducand la clasificarea incorecta la Clasa 2. De asemenea validarea modelului
folosind metoda Cross Validated(CV) duce la clasificarea incorecta a numerosi compusi dar cu
valori mai mici ale errorii (vezi Tabel IV.20).

Pe de alta parte, rezultate mult mai bune de clasificare au fost obtinute cu baza de date
spectrala generata de GA (vezi Figura 1V.2.2.2). Toate amfetaminele psihedelice sunt corect
clasificate, adica au o valoare estimata intre 0,5 si 1,5. Doar trei canabinoide au fost (incorect)
atribuite clasei de amfetamine psihedelice si una a fost clasificata ca fiind negativa. in cele din
urma, doar doua negative au fost recunoscute incorect ca si canabinoide, deoarece au un scor
prognozat mai mic de 2,5 (dar mai mare de 1,5).

In concluzie, sistemul este foarte sensitiv si selectiv din punctul de vedere al
amfetaminele psihedelice. Desi rezonabile, rezultatele sunt mai modeste in cazul
canabinoidelor, ceea ce sugereaza ca se impune analiza eficientei clasificarii prin testarea
consecutiva (si nu concomitenta) a celor doua clase de substante interzise.
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Figura 1V.2.2.2 Regresia prin cele mai mici patrate partiale (PLSR) aplicata pe baza de date
generata de catre algoritmul genetic cu metodele de validare a) CV si b) LOO(lteratia #2).
Au fost alocate urmatoarele coduri de clasa: 1 pentru amfetaminele psihedelice, 2 pentru

canabinoidele JWH si 3 pentru negative (orice alt compus).

Validarea modelului aplicat pe setul de date GA, s-a realizat, ca si in cazul de date
initial, folosind metodele LOO si CV. Varianta mai mica cat si erori mai mici pot fi observate in
cazul validarii folosing CV comparativ cu LOO.

Aplicarea modelului de clasificare pe setul de date initial ce contine toate cele 1868 de
observatii, cu metode de validare Cross Validation (CV) si Leave One Out (LOO) s-a realizat
in 8 iteratii cu cate 30 de cicluri in care pentru algoritmul genetic au fost variate in mode
aleatoriu parametrii de fine tuning, iar pentru modelul de PLSR, a fost schimbata lista
compusilor( vezi Tabelul 1V.2 ). Asadar, in cadrul iteratiei #2, considerate Tn analiza de fat3,
se poate observa ca in cazul validarii LOO pentru 6 compusi cu ID-urile 2,1,4,6,10,12 din
Tabelul 1V.1 clasificarea s-a facut in mod eronat. in cazul validarii CV, pentru compusii cu ID-
urile 9,1,15,20,24,10 din Tabelul IV.1, clasificarea a fost gresita de asemenea. Se poate
spune ca in cazul acestei iteratii setul de date initial duce la o performanta scazuta pentru
acest model.

Aplicarea modelului mentionat mai sus, pe setul de date generat de algoritmul genetic
cu parametrii stabiliti in iteratia #2, a dus la rezultate considerabil mai bune in ceea ce priveste
clasificarea compusilor folositi in rulare. In Tabelul IV.1, se poate vedea c& valorile din iteratia
#2 cliclul 1, in cazul ambelor metode de validare, au dus la casificarea gresita a doar 2
compusi din clasa 1 (2C-x si DOx). Asa cum se poate vedea si in Figura IV.2.2.2 a) si b),
clasificarea cu exceptia compusilor cu ID-urile 2 si 10 (vezi Tabelul IV.1) (256C-NB30OMe HCI
Lot #N17-P72C si 26D-NBOMe HCI (Lot #N17-P88C) s-a facut Tn mod corect.

Cele mai bune rezultate observate din cele 8 iteratii cu 30 de cicluri, au fost obtinute
in cazut iteratiei #7 ciclul 4 (vezi Tabelul 1V.2), in care toti compusii din Clasa 1 au fost corect
clasificati. Analizand valorile preconizate pentru toate cele 3 Clase de compusi pentru aceasta
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iteratie (#7:4), se poate observa ca rezultatele au fost foarte bune comparativ cu cele obtinute
cu setul de date initial. Toti compusii sunt corect clasificati, cu o singura exceptie, respectiv
compusul 31 din Casa 2, canabinoid care a fost clasificat gresit (ca substanta negativa).
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Figura 1V.2.2.3 Regresia prin cele mai mici patrate partiale (PLSR) aplicata pe baza de date
generata de catre algoritmul genetic cu metodele de validare: a) CV si b) LOO (lteratia #7:4).
Au fost alocate urmatoarele coduri de clasa: 1 pentru amfetaminele psihedelice, 2 pentru
canabinoidele JWH si 3 pentru negative (orice alt compus).

IV.2.3 Random Forest

Modelul Random Forest, bazat pe arborii decizionali descrisi in Capitolul IIl.4,
reprezintd un model dezvoltat ca o extensie a arborilor de clasificare si de regresie pentru a
imbunatati performanta de predictie a modelului [96]. Procesul de construire al acestui
modelel consta intr-o repartizare recursiva a setului de date pentru a explora relatia dintre
variabilele de raspuns si predictor [97]. Arbori generati sunt compusi din subseturi de variabile
predictoare si raspunsurile aferente, care sunt apoi agregate pentru a obtine valoarea
predictiei. n timpul generarii fiecarui arbore, un esantion al datelor originale este selectat, iar
performanta fiecarui arbore este validata folosind o treime diin setul de date initial care nu au
fost utilizate pentru construirea acelui arbore.

Modelul a fost preocesat in R folosing pachetul ,randomForest”, care este o
implementare a algoritmului lui Breiman [96, 97, 98]. S-a parcurs modelul, in iteratii multiple,
cu un numar variat de cicluri, pentru a determina cele mai bune valori ale erorilor si predictiilor.
A fost ales un numar de 500 de arbori iar valoarea mtry, reprezentand numarul de variabile
esantionate aleatoriu, care devin candidate pentru fiecare separare, a fost determinata
folosind tuneRF. Acest modul a ajutat la identificarea valorii optime a variabilelor ce vor fi
selectate la fiecare separare 1in raport cu eroarea Out-of-Bag. Valorile determinate sunt
prezentate in Tabelul IV.3.
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Tabelul 1V.3 Valorile candidate pentru fiecare separare (mtry).

mtry | OOBError
14 | 0.216666667
20 | 0.216666667

30 0.2
45 | 0.183333333
67 0.1

100 | 0.033333333
150 | 0.033333333

Asa cum se poate observa in Figura 1V.2.3.1, valorea optima este 0,033 si a fost
identificata incepand cu 100 in ceeea ce priveste variabilele selectate la fiecare separare

(mtry).

QOBError
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Figura IV.2.3.1 Determinarea numarului de variabile ce vor fi selectate la fiecare
separare n functie de eroarea OOB.

Modelul a fost rulat cu date de intrare din 2 surse, setul de date complet cu toate
numere de unda cat si setul de date generat de algoritmul genetic. in ceea ce priveste setul
de date GA, a fost considerat in mod aleatoriu drept candidat setul determinat din iteratia #7:4,
descris in detaliu la capitolul 1V.2.1. Antrenarea modelului s-a realizat folosind un esantion
(vezi Tabel IV.4) compus din 42 de substante din lista compusilor descrisi in Tabel V.1

Tabelul IV.4 Lista compusilor folositi in antrenarea si testarea modelului Random Forest.

Esantion antrenare Esantion testare
1 13 26 39 54 2 34
3 14 28 40 56 7 38
4 15 29 41 57 8 43
5 19 30 42 58 16 45
6 20 31 44 59 17 47
9 21 32 46 18 50
10 22 35 48 25 52
11 23 36 49 27 53
12 24 37 51 33 55
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Antrenarea modelului s-a realizat in mai multe iteratii, iar cele mai bune valori a erorii
de clasificare in cele trei grupe de compusi vizati a determinat selectia pentru etapa de
predictie. In ce priveste eroarea in raport cu numarul de arbori pentru cele doua seturi de date,
variatia acesteia se poate vedea in Figura 1V.2.3.2 pentru setul de date complet si Figura
IV.2.3.3 pentru setul de date selectat prin GA.
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Figura IV.2.3.2 Variatia erorii de clasificare in raport cu numarul arborilor, obtinuta pentru
setul de date complet.
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Figura 1V.2.3.3 Variatia erorii de clasificare in raport cu numarul arborilor, obtinuta pentru
setul de date selectat prin GA.

a

Testarea acestui modelul s-a realizat pentru esantionul prezentat in Tabelul IV.4. In
cazul setului de date complet, compusul 7 (2,5-Dimethoxy-4-methylamphetamine HCI)
clasificarea este eronata. in cazul modelului pentru setul de date selectate prin GA, toti
compusii ce apartin Clasei 1 au fost corect clasificati.
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IV.2.4 KNN

Modelul KNN a fost dezvoltat in mediul de lucru R [99,100] folosind libraria class.

Performanta acestui model a fost evaluata variind valoarea lui K, numarul celor mai apropiati
vecini. Intr-o perspectivd comparativa, antrenarea si predictia modelului s-a realizat in mai

multe iteratii, atat pentru setul de date ce cuprinde spectrele complete (cu toate numerele de
unda), cat si pentru setul de date generat de GA. Modelararea s-a realizat pe doua esantioane
de antrenare si testare, cu o proportie de 70% (vezi Tabelul IV.5)

Tabelul IV.5 Lista Compusilor selectati pentru etapa de antrenare si testare a modelului

KNN.
Set Compusi Antrenare Model Set Compusi Testare Model
1 12 27 40 50 4 29
2 14 28 41 52 8 33
3 15 30 42 53 9 34
5 17 31 44 54 13 35
6 18 32 45 55 16 38
7 19 36 46 56 21 43
10 20 37 47 57 23 49
11 22 39 48 59 26 51

Se poate observa in Figura 1V.2.4.1 ca, pentru setul de date initial (complet), valorile

maxime ale acuratetii sunt mici atunci cand numérul K este mai mic de 14. in cazul setului de

date generat de GA, ce cuprinde cele mai relevante variabile, acuratetea variaza relativ putin,
luand valori intre 90 si 100.
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Figura 1V.2.4.1 Variatia acuratetii in raport cu numarul de vecini K.

80

0—0—0—0—0

\/

/\/\\/\O

Q= 0000

O o\ \o
/\/

— Full Dataset
—— GA Dataset

10

K- Value

15

30



Analizand valorile predictiilor in ce priveste clasificarea compusilor din esantionul de
testare, putem observa in Tabelul IV.6 si Tabelul IV.7 ca in cazul setului de date complet sunt
gresit clasificati un numar de 3 compusi, ce provin din Clasa 1. Tn schimb, pentru setul de date
selectat prin GA, clasificarea s-a facut in mod corect pentru toti compusii din Clasa 1.

In ce priveste clasificarea compusilor din clasele 2 si 3, se poate observa o
performanta crescutd a modelului in ceea ce priveste eroarea de clasificare in cazul celor
doua seturi de date (vezi Tabelul 1V.8), setul de date GA, ducéand la valori foarte mari ale
acuratetii comparativ cu setul initial.

Tabelul IV.6 Valori ale predictiilor pentru setul de date initial. Valorile evidentiate in galben
reprezinta cazurile in care modelul a atribuit compusului analizat o identitate de clasa

gresita.
Class
Pred| 112|3|4|5|/6|7|8|9[10|11]12]13 |14 |15|16 |17 |18 |19
111y 1j112112/2(2, 2 1 11011 1] 1] 1] 1
11ttt 1i1y212 2 22 1110170 170 17 1
3 1 T O
1111122122222 2| 2| 2| 2| 1| 1] 1] 1] 1] 1
O T 1 I I O O
I R 1 1 T I O
O R 1 1 T e I
O 1 T O
2 AR 2 I O e e
21212311222 |2| 2| 2| 2| 2| 2| 2| 2| 2| 2| 2
2121212 |3|3|3|3|3|3| 3| 3] 3| 3| 3| 3| 2| 2| 2| 2
2121222222 |2|2| 2| 2| 2| 2] 221 1] 1] 1
2|3|3|3|3|2|2|2|2|2| 2| 2] 2| 2| 2] 2] 3| 3| 2|3
2|212|2|2|2|2|2|2|2| 2| 2| 3| 2| 2| 2| 2| 3| 2| 2
3|13/3|3|3|3|2|2|2|2| 2| 3] 3] 3| 3] 3| 3| 3| 3| 3
313122333333 2| 2| 2| 2| 3] 3] 2| 3| 3|3
3|1312|2|2|2/2|2|3|2| 2| 2| 2| 3] 3] 3| 3| 3| 3| 3
31312]2|13]2]2|3|3]3| 3] 3] 3| 3] 3] 3| 3] 3] 3|3

Tabelul IV.7 Valorile predictiilor pentru setul de date selectat prin GA. Valorile evidentiate in
galben reprezinta valori de clasificare unde modelul a atribuit o alta clasa compusului
analizat, clasificarea fiind gresita.
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Valorile acuratetii pentru seria de iteratii pentru ambele seturi de date sunt prezentate
in Tabelul 1V.8. siin Tabelul IV.9. Acestea prezinta valorile sensitivitatii si specificitatii pentru
seriile de iteratii, defalcate pentru fiecare clasa de compusi.

Tabelul 1V.8 Indicii de evaluare a performantei modelului KNN.

Set de Date Initial

1 2 3 4 5 6
Accuracy 0.944444444 | 0.777778 | 0.611111 | 0.666667 | 0.611111 | 0.666667
Kappa 0.914285714 | 0.647059 0.38835 | 0.480769 0.38835 | 0.470588
AccuracyLower 0.7270564 | 0.523627 | 0.357451 | 0.409925 | 0.357451 | 0.409925
AccuracyUpper | 0.998594444 | 0.935908 | 0.827014 | 0.866573 | 0.827014 | 0.866573
AccuracyNull 0.444444444 | 0.444444 | 0.444444 | 0.444444 | 0.444444 | 0.444444
AccuracyPValue | 0.00001075 0.00427 | 0.118141 | 0.048664 | 0.118141 | 0.048664

Set de Date GA

1 2 3 4 5 6
Accuracy 1 1 1 1 1| 0.944444
Kappa 1 1 1 1 1] 0.912621
AccuracylLower | 0.814698032 | 0.814698 | 0.814698 | 0.814698 | 0.814698 | 0.727056
AccuracyUpper 1 1 1 1 1] 0.998594
AccuracyNull 0.444444444 | 0.444444 | 0.444444 | 0.444444 | 0.444444 | 0.444444
AccuracyPValue 4.5784090 | 4.5784099 | 0.0000005 | 0.0000005 | 0.0000005 | 0.0000108

IV.2.5 - Clasificarea SVM

Support Vector Machines (SVM) reprezinta un model cu preformante ridicate ce poate
fi folosit cu success in clasificarea generalé sau in regresie. In clasificarea binara, obiectivul
principal il reprezintda predictia claselor obiectelor y, (-1,+1) dintr-un set de date cu m
dimensiuni reprezentat printr-un vector scris X = (x1, X2, . . ., Xm ). n cazul de fata, m este indicele
numarului de unda corespunzator absorbantelor din setul de date prezentat in capitolul
anterior. Utilizarea acestui model pentru clasificarea claselor de compusi de interes, respectiv
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amfetaminele psihedelice 2C-x si DOx (Clasa 1), canabinoidele JWH (Clasa 2) si negative
(Clasa 3), presupune o etapa de instruire a modelului folosind esantionul de antrenare din
Tabelul IV.9

Tabelul IV.9 Lista compusilor selectati pentru etapa de instruire si testare a modelului SVM.

Esantion antrenare model Esantion testare model

3 16 27 42 52 1 30
4 17 28 43 54 2 36
5 19 31 44 55 9 37
6 21 32 45 57 10 39
7 22 33 46 58 13 40
8 23 34 47 60 14 49
11 24 35 48 18 53
12 25 38 50 20 56
15 26 41 51 29 59

Modelul a fost realizat in mediul de lucru R, folosind libraria 7071. in scop comparativ,
s-au folosit ca seturi de date de antrenare si testare atat setul complet de date (ce cuprinde
1868 de scanari cu rezolutia de 5 cm™ de la 4000 la 400cm™"), cét si setul de date selectat prin
GA. Performanta modelului depinde printre alti parametri si de selectia celor mai semnificative
elemente, reducand sau eliminand in acest fel overfitt-ingul. Modelul SVM a fost rulat folosind
functia kernel liniara [101].

Valorile probabilitatilor obtinute in urma clasificarii cu ajutorul modelului SVM pentru
setul de date complet sunt prezentate Tn Tabelul IV.10. Putem remarca ca 3 compusi din Clasa
1 sunt clasificati gresit, respectiv sunt atribuiti claselor 2 si 3. De asemenea, unele substante
din Clasa 2, sunt clasificate in mod eronat ca apartinand claselor 1 sau 3, iar unele din Clasa
3 sunt atribuite eronat claselor 2.

Tabelul 1V.10 Predictiile obtinute cu ajutorul modelului SVM pentru setul de date
complet. Valorile evidentiate in galben reprezinta cazurile in care modelul a atribuit
compusului analizat o identitate de clasa gresita.

FULL

Index Clasa Valori decizionale Probabilitati

Compus | Clasa | Predict. 1.2 1.3 2.3 Clasa 1l Clasa 2 Clasa 3
1 1 1 0.158369 | 2.315982 | 2.796912 0.6818 | 0.31594 | 0.00226
2 1 1 0.368545 | 0.843619 | 0.144417 | 0.687949 | 0.214398 | 0.097653
9 1 2 -0.43154 | 1.096326 | 0.911375 | 0.454764 | 0.489576 | 0.055659
10 1 2 -0.81892 | 0.663276 | 0.927262 | 0.321095 | 0.598647 | 0.080258
13 1 3 -0.71498 | -0.00702 | -0.41116 | 0.306281 | 0.316294 | 0.377425
14 1 1 0.541453 | 1.062966 | 0.512503 | 0.750231 | 0.193084 | 0.056686
18 1 1 0.82264 | 1.624528 | 1.918238 | 0.843087 | 0.147265 | 0.009648
20 1 1 0.286188 | 0.782534 | 1.215637 | 0.676816 | 0.26601 | 0.057174
29 2 1 0.656881 0.5139 | -1.32387 | 0.718478 | 0.090152 | 0.19137
30 2 1 0.085215 | 1.855435 | 1.851623 | 0.65347 | 0.337297 | 0.009233
36 2 1 -0.31185 | 0.284426 | -0.32608 | 0.443757 | 0.292685 | 0.263558
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37 2 1 -0.17235 | 0.838247 | 0.833489 | 0.534845 | 0.395439 | 0.069716
39 2 3 -0.68484 -0.8245 | -0.04206 | 0.147264 | 0.405419 | 0.447317
40 2 2 -1.14314 | -0.38894 | 1.015961 | 0.161968 | 0.696371 | 0.141661
49 3 3 -1.65297 | -0.53853 | -0.42796 | 0.11532 | 0.334476 | 0.550204
53 3 2 -0.93107 | 0.653981 | 1.807352 | 0.288976 | 0.674564 | 0.03646
56 3 2 -1.55819 | -0.97003 | 0.085518 | 0.070449 | 0.525114 | 0.404437
59 3 3 -0.69663 | -0.65261 | -1.14642 | 0.15244 | 0.137401 | 0.710159

Antrenarea si testarea modelului SVM studiat in cazul setului de date generat de GA
a dus la obtinerea unor rezultate mult mai bune. Tabelul IV.11 arata ca, in acest caz,
clasificarea compusilor din Clasa 1 a fost realizata corect pentru tot esantionul de testare, cu
exceptia compusului 9. Totodata, toti compusii din clasele 2 sunt corect clasificati, cu exceptia
substantelor 29 si 37. Pe de alta parte insa, multe negative (clasa 3) au fost clasificate incorect
ca fiind substante apartinand Clasei 2. Se poate deduce deci ca selectia variabilelor de intrare
prin GA imbunatateste semnificativ senzitivitatea si selectivitatea sistemului de screening din
punctul de vedere al amfetaminelor (Clasa 1), dar nu reuseste sa distinga eficient
canabinoidele (Clasa 2) de negative (Clasa 3).

Tabelul 1V.11 Predictiile obtinute cu ajutorul modelului SVM pentru setul de date selectate
prin GA. Valorile evidentiate Tn galben reprezinta cazurile in care modelul a atribuit
compusului analizat o identitate de clasa gresita.

GA
Clasa Valori decizionale | Probabilitati
Compus | Clasa | Predict. 1.2 1.3 2.3 Clasa 1l Clasa 2 Clasa 3
1 1 1 0.346012 | 2.53357 | 3.45121 | 0.723163 | 0.273401 | 0.003436
2 1 1 0.59443 | 2.806744 | 1.819817 | 0.79869 | 0.194765 | 0.006546
9 1 2 -0.38951 | 1.860823 | 1.620672 | 0.411327 | 0.564667 | 0.024006
10 1 1 0.111278 | 1.441701 | 2.594055 | 0.622194 | 0.357307 | 0.020499
13 1 1 1.165823 | 1.742053 | 2.059693 | 0.901575 | 0.081397 | 0.017028
14 1 1 1.202964 | 1.88695 | 1.497504 | 0.907611 | 0.076755 | 0.015634
18 1 1 0.969905 | 1.277444 | 2.435506 | 0.854744 | 0.110921 | 0.034336
20 1 1 0.858019 | 1.076589 | 1.265034 | 0.811265 | 0.132637 | 0.056098
29 2 1 -0.11678 | 0.246135 | -0.74829 | 0.447698 | 0.226031 | 0.32627
30 2 2 -0.50186 | 0.986232 | 2.246244 | 0.35782 | 0.611957 | 0.030223
36 2 2 -0.63879 0.1427 | 0.762419 | 0.264559 | 0.578493 | 0.156948
37 2 3 -0.76995 | 0.228591 | -0.59369 | 0.302427 | 0.33199 | 0.365584
39 2 2 -0.29599 | 0.45305 | 0.232302 | 0.396319 | 0.41232 | 0.191362
40 2 2 -0.95851 | 0.490418 | 1.158985 | 0.197102 | 0.717442 | 0.085456
49 3 2 -1.93684 | -0.78537 | -0.00415 | 0.06819 | 0.503353 | 0.428457
53 3 2 -1.30171 | -0.37723 | 0.510798 | 0.114019 | 0.646618 | 0.239363
56 3 2 -1.41472 | 0.262078 | 0.515748 | 0.129634 | 0.684408 | 0.185958
59 3 3 -1.46104 | -2.15594 | -1.76074 | 0.015461 | 0.062169 | 0.92237

Evolutia valorilor FPR (False Positive Rate) in raport cu sensitivitatea este
reprezentata pentru cele doud seturi de date in Figura IV.2.5.1 si Figura IV.2.5.2. Se observa
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ca, in cazul setului de date selectat prin GA, valoarea initiala a senzitivitatii este semnificativ
mai mare decéat cea obtinuta pentru setul de date complet.
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Figura 1V.2.5.1 Rata falselor pozitive (False Positive Rate, FPR) in raport cu Sensitivitatea,
pentru setul de date complet.
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Figura 1V.2.5.2 Valorile False Positive Rate (FPR) in raport cu Sensitivitatea, pentru setul de
date selectat prin GA.
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Pentru o analiza mai detaliata a comportarii modelului SVM din punctul de vedere al
tuturor claselor de substante analizate, atat in cazul setul de date complet, cat si pentru setul
de date selectate cu ajutorul GA, a fost analizata performanta modelelor SVM pentru cele
doua seturi de date pe baza unei serii de indici precum senzitivitatea, specificitatea, precizia,
rata de detectie, prevalenta detectiei, etc. Rezultatele sunt prezentate in Tabelul 1V.12.

Se observa ca modelul SVM are performante mai bune in cazul tuturor substantelor
de abuz pozitive. in cazul drogurilor din Clasa 1, toti indicii sunt net superiori in cazul setului
de date selectate prin GA, cu exceptia prevalentei (care se mentine la acelasi nivel) si a
prevalentei de detectie (care scade usor). in cazul drogurilor din Clasa 2 se observa insa o
imbunatatire chiar si mai importantd decét in cazul Clasei 1: toti indicii sunt net superiori in
cazul setului de date selectate prin GA, cu exceptia specificitatii si prevalentei, care se mentin
la acelasi nivel.

in schimb, rezultatele arata ca aceste imbunétatiri se obtin cu pretul unei deteriorari a
performantelor de clasificare a negativelor (compusilor din Clasa 3). Desi unii indici, precum
aspecificitatea, se imbunatatesc, sau altii ramin la acelasi nivel (e.g. precizia), multi indici
scad in cazul negativelor (Clasa 3).

Tabelul IV.12 Performanta modelelor SVM pentru setul de date complet si pentru setul de
date selectate cu ajutorul GA.

Full Dataset Ga Dataset

Clasal | Clasa?2 Clasa 3 Clasal | Clasa?2 Clasa 3
Sensitivity 0.625 0.166667 | 0.5 Sensitivity 0.875 0.666667 0.25
Specificity 0.6 0.666667 | 0.857143 Specificity 0.9 0.666667 0.928571
Pos Pred Value 0.555556 | 0.2 0.5 Pos Pred Value 0.875 0.5 0.5
Neg Pred Value | 0.666667 | 0.615385 | 0.857143 Neg Pred Value 0.9 0.8 0.8125
Precision 0.555556 | 0.2 0.5 Precision 0.875 0.5 0.5
Recall 0.625 0.166667 | 0.5 Recall 0.875 0.666667 0.25
F1 0.588235 | 0.181818 | 0.5 F1 0.875 0.571429 0.333333
Prevalence 0.444444 | 0.333333 | 0.222222 Prevalence 0.444444 | 0.333333 0.222222
Detection Rate 0.277778 | 0.055556 | 0.111111 Detection Rate 0.388889 | 0.222222 0.055556
Detection 0.5 0.277778 | 0.222222 Detection 0.444444 0.444444 0.111111
Prevalence Prevalence
Balanced 0.6125 0.416667 | 0.678571 Balanced 0.8875 0.666667 0.589286
Accuracy Accuracy

Totusi, aceste scaderi nu sunt de naturd sa afecteze performantele generale ale
sistemului de clasificare. Caracteristicile generale ale performantelor modelelor SVM
construite pentru setul de date complet céat si pentru setul de date selectat cu ajutorul GA sunt
prezentate in Tabelul 1V.13. Acesta indica faptul ca, in cazul modelului SVM construit cu
ajutorul setul de date complet, acuratetea totala este de 0,44. in acelasi timp, in cazul
modelului SVM construit cu ajutorul setul de date selectate cu ajutorul GA, aceasta creste cu
50%, ajungand sa fie egala cu 0,66.
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Tabelul IV.13 Caracteristici generale ale performantelor modelelor SVM construite pentru

setul de date complet si pentru setul de date selectat cu ajutorul GA.

FULL GA

Accuracy 0.444444444 Accuracy 0.666666667
Kappa 0.126213592 Kappa 0.470588235
AccuracyLower | 0.215301507 AccuracyLower | 0.409925238
AccuracyUpper | 0.692428341 AccuracyUpper | 0.866572597
AccuracyNull 0.444444444 AccuracyNull 0.444444444
AccuracyPValue 0.5899888 AccuracyPValue | 0.048664156
McnemarPValue | 0.572406704 McnemarPValue | NA

Se poate deci trage concluzia ca si in cazul acestei combinatii de tehnici multivariate,
Selectia variabilelor de intrare prin GA imbunatateste semnificativ performantele sistemului de
clasificare in ceea ce priveste eficienta recunoasterii amfetaminelor halucinogene 2C-x si
DOx. Pe de alta parte, sistemul nu reuseste sa distinga eficient canabinoidele de substantele
negative, ceea ce sugereaza testarea eficientei clasificarii substantelor in cascada, adica
analiza acestor doua tipuri de substante printr-un modul de clasificare separat.

IV.2.6 - LRCM (Logistic Regression Classification Model) - metodele de regularizare
LASSO si Ridge

Modelul descris in acest capitol se bazeaza pe regresia logistica, utilizatd pentru
determinarea apartenentei la o clasa de compusi cunoscute, prin modelarea probabilitatilor.
Functia de regresie este o relatie neliniara de combinatii liniare ale elementelor obiectelor.
Pentru clasificarea substantelor pe baza spectrelor lor ATR-FTIR, au fost alocate urmatoarele
valori pentru rezultatul acestui model de regresie logistica: 1 daca compusul apartine clasei
formate din amfetamine 2C-x and DOx, respectiv 0 pentru alte categorii de substante testate.

Ca si in cazul modelelor prezentate anterior, spectrele ATR-FTIR, obtinute in urma a
1686 de scanari efectuate pentru fiecare substanta in parte, reprezinta setul de date complet,
initial. Constructia acestui model are drept scop determinarea celor mai relevanti predictori si
eliminarea elementelor irelevante pentru o clasificare corecta. Aceste elemente ar putea sa
conduca la o eficientd scazuta a clasificarii, Intrucat numarul de covariate creste. Overfitting-
ul poate aparea datorita numarului mare de elemente ce compun obiectul,in cazul de fata,
spectrul compusului analizat, pe masura ce se incearca obtinerea unor valori minime pentru
esantion. Aceasta situatie poate fi evitatd penalizdnd modelul, respectiv prin atingerea unui
echilibru intre complexitate si potrivire (fitting). Penalizarea reprezinta magnitudinea
coeficientilor regresiei scalati de un factor A. Valoarea acestui factor s-a ales prin validare
incrucisata (cross-validation).
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Setul de date a fost compus din spectrele a doua seturi, amfetaminelor psihedelice 2C-
x and DOx (cod atribuit 1) si o serie de negative, respectiv 12 compusi selectati in mod aleator
(cod atribuit 0). Acest set de date reprezinta vectori cu 1868 de elemente, ce reprezinta
absorbtiile masurate la 1868 numere de unda echidistante de-a lungul intregului spectru
infrarosu. Al doilea set de date contine vectori ce contin absorbtiile masurate la un numar de
186 de numere de unda, variabile ce au fost selectate din cele initiale cu ajutorul GA.

Modelul a fost dezvoltat in mediul R, folosind librariile gimnet si kernlab. Penalizérile
Lasso si Ridge s-au realizat in mai multe iteratii, in care factorul A a variat. S-a urmarit obtinerea
unor valori maxime in ce priveste performanta predictiilor pentru clasele de compusi testati.
Seturile de date au fost impartite in esantioane de antrenare si testare. Lista compusilor testati
este prezentata in Tabelul IV.14.

Tabelul 1V.14 Lista compusilor selectati pentru etapa de testare a modelelor de regresie
logistica.

Index | Compus Clasa
1 25B-NBOMe HCI
2 25C-NB30OMe HCI
5 2,5-Dimethoxy-4-Chloro-amphetamine HCI
12 25H-NBOMe HCI
14 25|-NB40OMe HCI
16 25|-NBOMe HCI
24 5-Methoxy-alpha-methyltryptamine HCI
27 I-4-Bromo-2,5-dimethoxyamphetamine HCI
34 JWH-018
35 JWH-018 N-(5-chloropentyl)
36 JWH-019
38 JWH-073
41 JWH-200
42 JWH-203
43 JWH-210
47 RCS-8
50 Buphedrone HCI
52 BZP diHCI
55 Cathinone HCI
56 CB-13

OO0 |0O|0|0|0|0O(O(O|0|O|= = (m(nn|n]~

Modelul a fost rulat Th mai multe iteratii, subseturile compusilor fiind selectate in mod
aleatoriu. S-a pornit cu valoarea a = 0, iar modelul a fost dezvoltat pe baza regresiei Ridge si
a unui model multinomial. Dupa antrenarea modelului si obtinerea valorilor erorilor prin validare
incrucisata, au fost deduse doua valori pentru parametrul A. Tindnd cont ca sunt cazuri n care
valoarea minima a parametrului A poate duce la overfitting [114], pentru a obtine cele mai bune
performante in predictie folosind cross validarea incrucisata K fold, s-a ales valoarea lui A ca
fiind egala cu 1SE (standard error) [115].

Rata clasificarilor corecte a fost analizata pentru ambele seturi de date, valorile
predictiilor obtinute fiind prezentate in Tabelul IV.15 si IV.16. In aceste tabele sunt prezentate
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clasele compusilor cat si clasificarea facuta de acest model pentru ambele seturi de date, in
cazul penalizarilor Ridge, respectiv in cazul penalizarilor Lasso.

Se poate observa in Tabelul IV.15 ca toate amfetaminele (ce apartin clasei 1) au fost
corect clasificate. In schimb doi compusi negativi (apartinand clasei 0) au fost clasificati in mod
eronat ca facand parte din clasa 1. Se poate spune ca regresia Ridge este foarte senzitiva, dar
mai putin selectiva. Aceleasi negative, compusii 35 si 36, au fost insa clasificati gresit in
ambele seturi de date. In concluzie, in cazul clasificarii efectuate cu penalizari Ridge, selectia
datelor prin GA imbunatateste acuratetea detectiei amfetaminelor.

Trebuie subliniat faptul ca rata clasificarilor corecte obtinuta prin regresia Ridge este
similara cu cea obtinuta folosind setul de date complet (spectre obtinute cu un spectrometru
CG-FTIR) procesat cu tehnici precum Analiza Componentelor Principale (Principal
Component Analysis, PCA), SIMCA [82,83,109,110] sau cu descriptori molecular procesati cu
PCA combinata cu Retele Neuronale Artificiale (Artificial Neural Networks, ANN) [83,111].

Tabelul IV.15 Valori ale predictiilor in cazul penalizarilor Ridge. Valorile evidentiate in galben
reprezinta cazurile in care modelul a atribuit compusului analizat o identitate de clasa

gresita.
Dataset initial Dataset GA

Index | Clasa | Cl. Pred. | Coef.Cl.0 | Coef.Cl.1 | Cl. Pred. | Coef.Cl.0 | Coef.Cl. 1
1 1 1 0.277 0.722 1 0.355 0.644
2 1 1 0.301 0.698 1 0.318 0.681
5 1 1 0.261 0.738 1 0.289 0.71
12 1 1 0.264 0.735 1 0.209 0.79
14 1 1 0.404 0.595 1 0.401 0.598
16 1 1 0.325 0.674 1 0.373 0.626
24 1 1 0.28 0.719 1 0.293 0.706
27 1 1 0.311 0.688 1 0.339 0.66
34 0 0 0.879 0.12 0 0.795 0.204
35 0 1 0.43 0.569 1 0.447 0.552
36 0 1 0.33 0.669 1 0.401 0.598
38 0 0 0.767 0.232 0 0.682 0.317
41 0 0 0.873 0.126 0 0.836 0.163
42 0 0 0.64 0.359 0 0.66 0.339
43 0 0 0.818 0.181 0 0.779 0.22
47 0 0 0.766 0.233 0 0.689 0.31
50 0 0 0.762 0.237 0 0.648 0.351
52 0 0 0.78 0.219 0 0.806 0.193
55 0 0 0.707 0.292 0 0.599 0.4
56 0 0 0.833 0.166 0 0.788 0.211

Aplicand metoda Lasso aceluiasi model, se aplica o constrangere asupra sumei
valorilor absolute ale parametrilor modelului. Mai exact aceasta suma trebuie sa aiba o valoare
mai mica decat o limitd superioard considerate. in acest scop, coeficientii variabilelor de
regresie sunt penalizati prin alegerea si reducerea unora la valoarea zero. Procesul de selectie
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a variabilelor ce au coeficienti mai mari ca zero, fiind luati in considerare de model dupa
procesul de restrangere. Aceasta procedura este aplicatd pentru a reduce la minim eroarea
de predictie. Elementele selectate a fi cele mai importante pentru model sunt prezentate in
Figura IV.2.6.1.

Coefficients : Response 0

T T T
-1 -2 =3

& -
L2

Log Lambda

Figura IV.2.6.1 Selectia celor mai importante elemente la rularea modelului cu regresia
Lasso pentru setul de date initial.

Rezultatele obtinute pentru a = 0 in cazul regularizarii LASSO sunt prezentate in
Tabelul 1V.16 atat pentru baza de date initiald, cat si pentru baza de date selectatd GA.
Rezultatele arata ca: a) nu toate amfetaminele au fost recunoscute ca atare; b) rata corecta
de clasificare a pozitivelor este mai buna in cazul setului de date selectat GA; c) esantioanele
clasificate gresit nu sunt aceleasi pentru ambele baze de date; d) acelasi numar de negative
au fost clasificate gresit ca pozitive pentru ambele seturi de date; e) negativele clasificate
gresit nu sunt neaparat aceleasi in cele doua seturi de date; f) numarul negativelor clasificate
gresit este (de doua ori) mai mare decéat in cazul metodei de regularizare a penalizarilor Ridge.
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Tabel 1V.16 Valori ale predictiilor in cazul penalizarilor Lasso. Valorile evidentiate Tn galben
reprezinta cazurile in care modelul a atribuit compusului analizat o identitate de clasa

gresita.
Dataset initial Dataset GA

Index | Clasa | Cl. Pred. | Coef. Cl. 0 | Coef. CI. 1 Cl. Pred. | Coef. Cl.0 | Coef. CI. 1
1 1 1 0.28 0.719 1 0.389 0.61
2 1 1 0.328 0.671 1 0.396 0.603
5 1 0 0.589 0.41 1 0.456 0.543
12 1 0 0.606 0.393 1 0.401 0.598
14 1 1 0.329 0.67 0 0.516 0.483
16 1 1 0.384 0.615 1 0.419 0.58
24 1 1 0.356 0.643 1 0.447 0.552
27 1 1 0.304 0.695 1 0.42 0.579
34 0 0 0.831 0.168 0 0.727 0.272
35 0 1 0.459 0.54 1 0.393 0.606
36 0 1 0.332 0.667 1 0.452 0.547
38 0 1 0.469 0.53 0 0.578 0.421
41 0 0 0.854 0.145 0 0.629 0.37
42 0 0 0.833 0.166 0 0.509 0.49
43 0 0 0.854 0.145 0 0.705 0.294
47 0 0 0.839 0.16 1 0.486 0.513
50 0 0 0.848 0.151 0 0.647 0.352
52 0 1 0.418 0.581 0 0.664 0.335
55 0 0 0.851 0.148 1 0.494 0.505
56 0 0 0.813 0.186 0 0.765 0.234

Modelele au fost construite folosind doua metode de regularizare, adica regresia Ridge
si LASSO. Rezultatele indica faptul ca cele mai bune rezultate sunt obtinute cu aceasta din
urma metoda. Aplicatia construita pe baza regresiei de penalizare Ridge se caracterizeaza
printr-o sensibilitate remarcabila, deoarece toate amfetaminele 2C-x si DOx testate au fost
recunoscute ca atare (rata pozitivelor adevarate = 100, rata negativelor false = 0%).

Din punct de vedere criminalistic, sensibilitatea instrumentului de screening este
cruciala, intrucat niciun esantion pozitiv nu trebuie confundat cu un negativ. Aplicatia de
regresie Lasso este mai putin selectiva (rata negativelor adevarate 83,33%, rata pozitivelor
false 16,67%), deoarece cateva (2) negative au fost clasificate gresit ca pozitive. Cu toate
acestea, acest lucru este acceptabil, intrucat cererea este menita sa actioneze doar ca
instrument de screening in situ (aeroport si controlul frontierei portuare etc.). Legea impune
ca toate esantioanele clasificate ca pozitive sa fie supuse in continuare unor analize de
laborator mai puternice. In cazul amfetaminelor, esantionul trebuie identificat pozitiv prin
spectroscopie GC-FTIR si GC-MS, analize realizate in laborator, luandu-se in consideratie
spectrele complete. In timpul acestui proces, orice negativ clasificat gresit va fi identificat fara
dubiu.

Preprocesarea spectrelor ATR-FTIR prin selectarea variabilelor GA Tmbunatateste
ratele de clasificare corecte. Cu toate acestea, aceasta procedura de selectie variabila reduce
timpul necesar de calcul si capacitatea de memorie. in plus, imbunatateste echilibrul dintre
numarul de variabile si numarul de esantioane incluse in setul de instruire. Deoarece numarul
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acestor compusi nu poate fi crescut semnificativ datoritad naturii lor, consideram ca selectia
variabild GA este utila si trebuie pastrata ca parte a metodei de regresie cu penalizari Ridge.

IV.3 Concluzii

Studiul prezent demonstreaza ca GA-PLSR reprezinta o combinatie valoroasa de
metode de inteligenta artificiala, deoarece permite testarea eficientd a unei mari varietati de
medicamente de abuz. Selectarea GA a numarului de valori relevante determina o
comprimare semnificativad a hiperspatiului si, prin urmare, imbunatateste echilibrul dintre
numarul de variabile de intrare si setul de antrenament PLSR. Acest aspect este foarte
important, deoarece numarul de droguri de abuz disponibile pentru instruire si validarea
modelului GA-PLSR este limitat datorita naturii lor (criminalistice).

in ciuda raportului semnal-zgomot relativ scazut, modelul GA-PLSR identificd cu
succes clasa de membru al amfetaminelor psihedelice, canabinoide si le distinge de o mare
varietate de negative. Modelul GA-PLSR identifica in mod clar care sunt absorbtiile care
caracterizeaza asemanarea structurii moleculare a compusilor apartinand fiecareia dintre
clasele de compusi modelate. Cum numerele de unda selectate acopera practic intregul
spectru, putem concluziona ca nu exista o regiune preferata a spectrului infrarosu.

Analizand rezultatele algoritmului de clasificare KNN ce a fost rulat folsind baza de
date initiala cat si cea generata de algoritmul genetic putem remarca cu usurinta valori mult
mai bune in cazul bazei de date generate de GA.

Procesul de validare a indicat faptul ca GA-PLSR este mai selectiv decat senzitiv.
Capacitatea sa de a distinge intre diversele clase de substante este mai mica decéat cea
obtinuta cu spectrele complete inregistrate cu un spectrometru GC-FTIR (in laborator), dar
este comparabila cu senzitivitate obtinuta cu alte spectrometre portabile, de exemplu
spectrometre laser (QCL) in infrarosu. Pe de altd parte, selectivitatea sa remarcabila
recomanda modelul GA-PLSR ca o metoda valoroasa de identificare a drogurilor pe baza
spectrului lor ATR-FTIR.

In plus, metoda este foarte prietenoasa cu utilizatorii. Trebuie sa tinem cont de faptul
ca acest sistem este conceput pentru a ajuta ofiterii de politie si vamesii sa aplice legea si sa
monitorizeze substantele controlate. Probele confiscate sunt trimise la laboratoarele de
medicina legala pentru o analiza ulterioara. Acolo, identitatea lor individuala este stabilita prin
metode mai puternice. Cu alte cuvinte, desi se doreste o sensibilitate ridicatd, cea mai
importanta caracteristica a aplicatiei medico-legale este selectivitatea acesteia.
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CAPITOLUL V. Concluzii generale, contributii originale si directii
viitoare de cercetare si dezvoltare

Concluzii generale

In cadrul acestei teze de doctorat, activitatea de cercetare a avut ca scop principal
explorarea, validarea si compararea performantelor unor modele cat mai variate care au fost
dezvoltate pentru recunoasterea identitatii de clasa a amfetaminelor 2C-x si DOXx. Principala
provocare a fost modelarea acestor doua clase de amphetamine halucinogene, si
discriminarea lor de orice alte substante, pe baza spectrelor lor ATR-FTIR, care sunt foarte
putin intense.

In acest scop, au fost folosite urmatoarele tehnici de inteligenta artificiala: regresia prin
cele mai mici patrate partiale (GA-PLS), algoritmul Random Forest, Regresia KNN,
Clasificarea SVM, respectiv LRCM (Logistic Regression Classification Model) - metodele de
regularizare LASSO si Ridge.

Fiecare model a fost realizat intr-o perspectiva comparative, pentru doua seturi de date
input. Primul set cuprinde spectrele ATR-FTIR complete a principalilor compusi din cele doua
clase de amphetamine ilicite studiate si a unei largi diversitati de negative (substante ce nu
apartin celor doua clase positive, respectiv 2C-x si DOXx). Al doilea set a fost generat aplicand
un algoritm genetic (GA), care a permis selectarea unui numar restrans de numere de unda,
unde au apar benzile cele mai reprezentative pentru clasificare. Aceasta selectie a variabilelor
a permis eliminarea variabilelor de intrare redundante si deci construirea unor sisteme de
clasificare care necesita capacitati si timp de calcul mai reduse, adecvate operarii unor
spectrometre portabile precum cele ATR-FTIR.

Rezultatele au indicat ca cel mai performant sistem expert pentru recunoasterea
identitatii de clasa a amfetaminelor halucinogene 2C-x si DOx este cel construit cu ajutorul
algoritmului genetic si regresia prin cele mai mici patrate partiale (GA - PLSR) folosind baza
de date spectrala selectata cu GA. Rezultate apropiate au fost obtinute pentru sistemul expert
construit cu ajutorul modelului bazat pe Random Forest.

Contributii orginale

Prezenta lucrare este structurata in cinci capitole. In primele dou& capitole au fost
descrise atat substantele analizate, cat si metodele spectrale folosite pentru caracterizarea si
identificarea amfetaminelor halucinogene de interes. in capitolul Ill sunt descrise metodele de
inteligenta artificiale folosite pentru constructia sistemelor expert (modelelor) descrise in
capitolul V.

Contributiile originale sunt prezentate eminamente in Capitolului 1V, incepand cu
dezvoltarea unui model bazat pe algoritmii genetici. Acest algoritm a fost folosit pentru
generarea unui set de date restrans, ce a fost folosit pentru dezvoltarea sistemelor expert ce
au fost construite prin cele cinci modele de clasificare diferite mentionate mai sus.

Astfel, in cadrul sectiunii IV.2.2 am analizat modelul GA-PLS, analizand efectul variatiei
parametrilor acestui model. Analiza a condus la rezultate incurajatoare in ce priveste folosirea
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acestui model insotit de setul restrans GA. Analiza modelului bazat pe arborii decizionali este
prezentata in cadrul capitolului 1V.2.3. Aceasta nu a evidentiat diferente notabile intre cele
doua seturi de date folosite, dar este important de mentionat ca rularea modelului s-a realizat
in mai multe iteratii. Rezultatele au indicat faptul ca daca in cazul setului de date initial au fost
cazul de clasificari incorecte, pentru setul de date GA, in toate rularile modelului, clasificarile
esantionului de test au fost corecte. Analiza rezultatelor obtinute cu sistemul expert construit
cu ajutorul algoritmului KNN, prezentata in sectiunea 1V2.4, a indicat ca aceasta tehnica
conduce la obtinerea unor valori ale acuratetii clasificarilor usor crescuta in cazul folosirii
setului de date GA fata de cazul setul initial. Rezultatele obtinute prin folosirea SVM si a
regresiei logistice este prezentata in sectiunile V2.5 si IV2.6. Asemenea modelelor studiate
anterior, folosirea setului de date restrans poate conduce la erori mai mici la clasificarea
compusilor chimici ce fac parte din familia substantelor interzise.

Directii viitoare de cercetare si dezvoltare

Sistemele expert de identificare automatd a identitati de clasa a amfetaminelor
halucinogene 2C-x si DOx dezvoltate si prezentate in aceasta teza evidentiaza fezabilitatea
automatizarii procesului de recunoastere a clasei de substante careia ii apartine un nou
compus. Atribuirea identitatii de clasa are loc intr-un timp foarte scurt, in conditii de
senzitivitate si selectivitate foarte bune.

Avem in vedere urmatoarele directii viitoare de cercetare si dezvoltare:

- Crearea si testarea altor sisteme expert construite pentru detectia halucinogenelor 2C-
x si DOx folosind ca vectori de intrare alte tipuri de spectre;

- Dezvoltarea bazei de date curente prin adaugarea de noi halucinogene 2C-x si DOX,
pe masura ce noi substante din aceasta familie de droguri, concepute in laboratoare
clandestine, vor fi identificate; actualizarea continua a bazei de date va creste continuu
capacitatea de detectie a sistemelor expert descries; folosirea acestor sisteme va
permite ca autoritatilor competente (politie, vama, etc) sa fie mai eficiente in aplicarea
legii in ceea ce priveste persoanele care produc, detin, comercializeaza si/sau
consuma ilegal substante ilicite;

- Dezvoltarea unor sisteme expert pentru detectia halucinogenelor 2C-x si DOx bazate
pe alte tehnici de inteligenta artificiala, cum ar fi Analiza Componentelor Principale
(Principal Component Analysis, PCA) sau Analiza Clusterelor (hierarchical cluster
Analysis, HCA);

- Testarea eficientei unor combinatii de astfel de tehnici, cum ar fi PCA si HCA, sau GA
si HCA, avand in vedere ca GA si PCA sunt tehnici folosite mai ales pentru reducerea
dimensionalitatii unei baze de date prin selectarea variabilelor de intrare relevante si
eliminarea celor care contin informatie redundanta;

- Dezvoltarea de sisteme expert analoage celor descries in teza pentru alte familii de
substante de abuz, naturale sau sintetice, cum ar fi canabinoizii.
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